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Summary
In our definition, human activity can be expressed by five basic attributes: actor, action, object, time and

location. The goal of this paper is describe a method to automatically extract all of the basic attributes and the
transition between activities derived from sentences in Japanese web pages. However, previous work had some
limitations, such as high setup costs, inability to extract all attributes, limitation on the types of sentences that can
be handled, and insufficient consideration interdependency among attributes. To resolve these problems, this paper
proposes a novel approach that uses conditional random fields and self-supervised learning. Given a small corpus
sample as input, it automatically makes its own training data and a feature model. Based on the feature model, it
automatically extracts all of the attributes and the transition between the activities in each sentence retrieved from
the Web corpus. This approach treats activity extraction as a sequence labeling problem, and has advantages such as
domain-independence, scalability, and does not require any human input. Since it is unnecessary to fix the number of
elements in a tuple, this approach can extract all of the basic attributes and the transition between activities by making
only a single pass. Additionally, by converting to simpler sentences, the approach can deal with complex sentences
retrieved from the Web. In an experiment, this approach achieves high precision (activity: 88.9%, attributes: over
90%, transition: 87.5%).

1. はじめに

計算機がユーザの行動意図を把握し，それに応じたサー
ビスを提供することは，ユビキタスコンピューティング
[Poslad 09]とソーシャルコンピューティング [Ozok 09,
NikkeiBP]の双方において重要な課題とされている．例
えば，各消費者の行動に基づいて，広告を配信するサービ
ス（One to Oneマーケティング [Peppers 99]）や図 1に
示すようなユーザの経験共有サービスなど最適な商品・行
動パターンを提供することが考えられる．本研究の最終
的な目的は，このようなユーザの行動意図に応じたサー
ビスを提供する実世界指向エージェントを実現すること

である．

得られた情報リソースから行動意図を認識するために
は，行動の構成要素（行動属性）の把握と行動間の関係（遷

移，因果関係など）が必要である．これを予め定義してお
くことは膨大なコストがかかるだけでなく，未知の意図に
も対応できず問題がある．一方，携帯電話やRFID，各種セ
ンサーを利用し，イベントの記録を行動履歴として，そこ
から頻出するイベント連鎖を発見する研究 [NTTDocomo,
KDDI]がある．しかし，川村ら [川村 08]が指摘するよ
うに，このアプローチでは，

•イベントデータにはノイズが多く，意味のあるイベ
ントの連鎖を見つけるのは難しい．

•個人の履歴からだけでは，その人にとって意外性の
ある発見ができない．他人の履歴を用いるには処理
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データ量やセキュリティ，プライバシーなどに問題

がある．
•行動パターンを発見し，手動でルール化するには，構
築，保守に多大なコストが必要となる．

といった多くの問題がある．このため，本研究では，イ
ベントデータからではなく，Web コーパスから行動を
表す文を収集して行動属性と行動間の関係を抽出する．
しかし，Web コーパスから行動属性と行動間の関係を
抽出する先行研究では，抽出のための準備コストが大き

いこと [川村 08]や，抽出できる行動属性が少ないこと
[Perkowitz 04,川村 08]，適用可能な文の種類が少ないこ
と [Perkowitz 04, 倉島 09]，行動属性間の係り受け関係
を十分に考慮されていないこと [Perkowitz 04, 倉島 09]
などといった問題がある．

ユーザ 行動意図の把握

例， 他の人の就職活動の経験に基づき，

最適なアドバイスをする：

・指導教員に相談して見て下さい

行動意図に基づいたサービス提供

計

算

機

図 1 経験共有サービス：行動意図を把握して，他の人の経験に基
づき最適なアドバイスをする

そこで本論文では，日本語の Webページを対象とし，
文に現れる基本行動属性（行動主，動作，対象，場所，時
間）と行動間の遷移の自動抽出手法を提案する．提案手
法はWebコーパスからのバイナリリレーション抽出の最
先端技術である O-CRF[Banko 08]をベースとし，条件付
確率場（Conditional Random Fields）と自己教師あり学
習（Self-Supervised Learning）∗1を利用する．まず，少
量のサンプルデータ（小規模なコーパス）から各文に現
れる行動属性と行動間の遷移を抽出し，訓練データを自
動的に作成する．次に，条件付確率場を用いて訓練デー

タの特徴（行動属性の特徴，行動属性間の係り受け関係，
行動間の遷移）を学習し，特徴モデルを作成する．最後
に，この特徴モデルを用いて未知データ（Webコーパス
の文）の行動属性と行動間の遷移を抽出する．

本論文は，次のような構成をとる．第 2章では，条件
付確率場を説明する．第 3章では，条件付確率場と自己
教師あり学習を用いた行動属性と行動間の遷移の自動抽
出手法を提案する．第 4章では，評価実験，実験結果の
考察，提案手法の有効性を述べる．第 5章では，関連研究
を解説し，本論文が提案する手法との比較を行う．最後
に第 6章では，今後の課題と合わせて本論文をまとめる．

∗1 サンプルデータから訓練データを自動的に作成するので，
Self-Supervised Learningと呼ぶ．

2. 条件付確率場とは

条件付確率場（Conditional Random Fields）とは，John
D. Laffertyら [Lafferty 01]が提案した系列ラべリング問
題に適用するための識別モデル（discriminative model）
である．

入力データを x（例えば，文），出力データを y（例え
ば，固有名詞）とするとき，学習モデルに求められる性
質は，xが与えられたときに対応する y が正しく出力さ
れるということである．条件付確率場 (以下 CRF)は一つ
の指数分布モデルで，出力系列 y = y1, y2, ..., ynの入力
列 x = x1, x2, ..., xnに対する条件付確率 P (y|x)を表す．

P (y|x) =
exp 〈α,Φ(x,y)〉

Σy′∈O(x) exp 〈α,Φ(x,y′)〉 (1)

但し，Φ(x,y)は系列 y = y1, y2, ..., yn上のパスの全て
の特徴ベクトルを足し合わせたものであり，αはモデル

のパラメータである．O(x)は x上に定義される全ての
系列集合である．そして CRFにおいて，新たな xが与
えられたときの出力予測 ŷ は

ŷ = argmaxy∈Y P (y|x) (2)

となる．この出力は，Viterbiアルゴリズム [Forney 73]
を用いることで効率良く解くことができる．

CRF は識別モデルであり，重複する特徴をモデルに
組み込むことができる．通常の識別モデルとの違いは，
出力が出力集合の部分集合ではなく，系列となる点であ

る． CRF は文字種や周辺の単語情報などといった素性
を素性関数という形で柔軟に投入でき [Kudo 04], Hidden
Markov ModelsやMaximum Entropy Markov Modelsの
問題点（label bias，length bias）を自然にかつ有効に解決
できる．そして CRFは，品詞付与 [Lafferty 01]，テキス
トチャンキング [Sha 03]，固有表現抽出 [McCallum 03]，
形態素解析 [Kudo 04]などといった系列ラベリング問題
に適用され，いずれにおいても高い精度を示している．

3. 条件付確率場と自己教師あり学習を用いた
行動属性と行動間の遷移の自動抽出

3 ·1 行動属性の定義

行動の核となる要素は「行動主」，「動作」と「対象」で
ある．そして，ユーザの状況に応じた最適な情報を提供
するために，“どこで”，“どんな時に”，“いつ”行動が行
われるかは重要である．このため，本論文では，人間の

行動は「行動主」，「動作」，「対象」，「場所」，「時間」という
５つの基本属性から成ると定義している．そして，これ
らの属性に以下のようなラベル（Who，Action，What，
Where，When）を付ける．

(1) 行動主：Who　
(2) 動作：Action
(3) 対象：What　
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(4) 場所：Where
(5) 時刻（いつ），場面（どんな時に)：When
行動間の遷移ラベルは Next（次）又は After（後）と
設定する．本論文の課題は，日本語Webページの文中に
現れる行動の基本属性と行動間の遷移を自動的に抽出す
ることである．例えば，“ご飯を食べる前に、太郎は手を
洗います”という文に対して，属性と行動間の遷移を抽

出し，グラフで表現すると図 2のようになる．

洗う

太郎

手

食べる

ご飯

Who

What What

Next

図 2 “ご飯を食べる前に、太郎は手を洗います”に現れる行動の
基本属性と行動間の遷移

「動作」は行動の中核であるため，この属性がない場
合，行動として扱っていない．そして，行動を表す文で
は，「動作」の単独ではなく，「動作」と１つ以上の他の属
性（「行動主」，「対象」，「場所」，「時間」）を含む必要があ
る．そのため，本論文で扱う「行動を表す文」というの
は，「動詞句と名詞句を持つ文」（例えば，秋葉原へ行く）
又は「名詞句と名詞句が助詞“を”で結ばれた文」（例え

ば，英語を勉強）となる．そして，“いる”と“ある”は
存在を表す動詞なので，対象外としている．

3 ·2 行動属性抽出の難しさ

日本語Webページの文中に現れる行動属性と行動間の
遷移の抽出については，以下に示すような難しさがある．

(1) CRFを適用した先行研究の多くは, 単語の境界位
置が明確であることを想定している. しかし,日本語
はスペース文字がなく，明示的な単語境界がない言
語である．このため，日本語 Web ページの文にお
いて，CRFを適用するために，分かち書きを行う必
要がある．したがって，分かち書きの出力が誤ると，
属性の判定も誤ってしまう可能性が高い．

(2) 英語における文の構成の大部分は，Subject-Verb-
Objectである [Banko 08]．しかし日本語では，文の
構成は自由度が高く，様々なタイプがある．

(3) Webコーパスは非常に膨大であり多様性を持つ．
(4) ブログや SNSといった CGM（Consumer Gener-

ated Media）では，複雑かつ文法的に正しくない文
が多い．そして CGMから取得する文では，顔文字
や“えーっと“，“。。。”などのようノイズ文字列を
含まれる文が多い．

(5) 文によって現れる行動属性の数と位置が変わるの
で，行動属性にマッチする正規表現パターンの作成

は非常に難しい．

3 ·3 提案手法のアーキテクチャ

Webコーパスは膨大であり，かつ多様性を持つ．この
ため，提案手法は機械学習アプローチを適用して Web
コーパスから取得した文中に現れる行動属性と行動間の

遷移を抽出する．また，訓練データを人手で作成すると
膨大なコストがかかるため，自動的に作成する．図 3に
示すように，提案手法のアーキテクチャは訓練データの
自動作成モジュール（図 3の I）と行動属性の自動抽出
モジュール（図 3の II）という 2つのモジュールに分割
する．
訓練データの自動作成モジュールは人手でラベル編集，

初期インスタンスの作成，行動のドメインの定義などの
必要がなく，訓練データを自動的に作成できる．まず，
Wikipediaの人物カテゴリ [Wikipediaa]から少量の文書
を取得して，サンプルデータとして利用する．次に，サ
ンプルデータの前処理を行い，各文に現れる行動属性と
行動間の遷移を抽出する．そして，訓練データと特徴モ

デルを自動的に作成する．
行動属性の自動抽出モジュールは，まずWebコーパス

から取得した文書の前処理を行う．この前処理では，行
動を表さない文を削除して，行動を表す文中にあるノイ
ズ文字列（・・・，えーっと，顔文字など）を削除する．次
に，行動を表す文を単純化してテストデータを作成する．
最後に，訓練データの自動作成モジュールで作成された

特徴モデルを用い，テストデータの行動属性と行動間の
遷移を自動的に抽出する．
各モジュールの詳細を以下に示す．

§ 1 訓練データの自動生成モジュール
以下，“キムチを食べた後，太郎は歯を磨く”という例

文を用いて，訓練データの自動作成法を説明する．
(1) 文字コードの変換，文書から行動を表す文の取得
などサンプルデータの前処理を行う（図 3の I.1）．

(2) 図 4に示すようにMecabで形態素解析を行い，文
の単語と単語の品詞番号を取得する（図 3の I.2）．

キムチ 38
を 13
食べ 31
た 25
後 66
、 9
太郎 44
は 16
歯 38
を 13
磨く 31

図 4 例文の単語と単語の品詞番号

(3) Cabocha[Kudo 02]で係り受け解析を行い，NP（Noun
Phrase)とVP（Verb Phrase）の係り受け関係を把握



条件付確率場と自己教師あり学習を用いた行動属性の自動抽出と評価 169

     
       
           行動間の関係と属性のラベルを出力

訓練データの自動作成モジュール　（ I ）       行動属性の自動抽出モジュール　（ II ）

少量のサンプルデータ

係り受け解析 (Cabocha)

条件付確率場
(CRF)

訓練

データ

テストデータ

訓練データ

の特徴モデル

テンプレート

ファイル（T）

ゲイツ 43 B-Who
は 16 O
アレン 43 B-2Who
と 23 O
マイクロソフト 45 B-What
を w O
創業 v B-Action
し 31 I-Action
た 25 I-Action

文を単純化

Web コーパスからの

文を入力 (入力)
前処理

日本語の構文：

・NPガNPヲVP
・NPガNP二VP

。。。

行動主，動作，

対象を抽出

単語と品詞記号を取得

時刻と場面を抽出

前処理

場所を抽出 Google Map API

Wikipedia
Category: 人名

Google Map

人名を検出

単語と品詞番号を取得

遷移を抽出

I.1 I.2

I.3I.4

I.5

I.6 I.7 I.8
I.9

II.1

II.2

II.3II.4

II.5

図 3 提案手法のアーキテクチャ

する（図 3の I.3）．図 5に示すように，形態素解析
と係り受け解析をした後，“キムチを食べた後，太郎
は歯を磨く ”の構成は「NPヲ VP-タ後、NPハ NP
ヲVP」であることが分かる．また，この文は二つの
行動を含み，行動 Bが起こった後に行動 Aが起こる
ことを表す．

(4) 係り受け解析の結果を用いて，文の VPと係り受
け関係をもつ時間表現（時刻，場面）を抽出する（図
3の I.4）．“キムチを食べた後”は“VP-タ後”とい
う正規表現パターンにマッチするので，場面を表す
節として認識される．この節にラベルを付けると図
6 のようになる．但し，What は行動の対象のラベ
ル，Actionは動作のラベル，Afterは“後”のラベ
ル，2は２番目の行動，Bは Begin（属性の先頭），
I は Inside（属性の途中），Oは Other（属性以外）
という意味を表す．この BIOは自然言語処理のテキ
ストチャンキング問題 [CoNLL] に良く使われる記
号である．

(5) 係り受け解析結果を用いて，文の VPと係り受け
関係をもつ場所を抽出する（図 3の I.5）．

(6) 長い人名をカタカナで書くと，Mecabの解析精度が
落ちる．この問題を解決するために，Mecabの解析結
果に加えて，Wikipediaの人名カテゴリ [Wikipediab]
を活用して文の人名を検出する（図 3の I.6）．この
方式以外にも，人名カテゴリ中の人名を Mecab の

NP           VP   NP       NP    VP
キムチを/ 食べた/  後、/  太郎は/ 歯を/ 磨く

action B action A
Next

図 5 例文の形態素解析と係り受け解析の結果

キムチ B-2What
を O
食べ B-2Action
た I-2Action
後 B-After
、 O

図 6 例文の行動 B

辞書に組み入れるという方式も考えられる．しかし，

Mecabの辞書に組み入れる方式より，Wikipediaを
直接に問い合わせる方式の方が柔軟性は高い．

(7) 係り受け解析結果を用いて，VP と係り受け関係
がある NPを抽出する．次に，日本語の構文リスト
（NPガ NPヲ VP，NPガNP二VPなど）を用いて，
これらの NPはどれが行動主，対象であるかを判定
する（図 3の I.7）．“太郎は歯を磨く ”にラベルを
付けると図 7のようになる．但し，Whoは行動主の
ラベルである．

太郎 B-Who
は O
歯 B-What
を O
磨く B-Action

図 7 例文の行動 A

(8) VP-タ後，VP-前に，VP-タラ，次に，そしてなど
のような日本語の文法パターンを採用して，行動間
の遷移を抽出する（図 3の I.8）．

(9) 以上の解析結果と単語の品詞記号を合わせて，訓
練データを作成する（図 3の I.9）．例文の訓練デー
タは図 8のようなものである．
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キムチ 38 B-2What
を w O
食べ v2 B-2Action
た 25 I-2Action
後 66 B-After
、 9 O
太郎 44 B-Who
は 16 O
歯 38 B-What
を w O
磨く v B-Action

図 8 例文の訓練データ

次に，行動の基本属性（行動主，動作，対象）の抽出
と「場所，時刻，場面」の判定について述べる．

•行動主，動作，対象の抽出
提案手法は下記のような日本語の構文パターンを考
慮し｛行動主，動作，対象｝を抽出する．

(1) “ヲ”，“二”又は“ヘ”という助詞がある文
◦ {O，C}，{ヲ，二，へ }，V（例：映画を見
る）∗2

◦ S，{O，C}，{ヲ，二，へ }，V（例：太郎は
英語を学んでいる）

◦ {O，C}，{ヲ，二，へ }，V，S（例：マイク
ロソフトを創業したのはゲイツです）

(2) “ガ”と“ハ”を含む文
◦ Sガ Vハ {O，C}（例：太郎が見た映画は面
白い）

◦ Sガ V{C}ハ {O}（例：ゲイツが創業した会
社はマイクロソフトです）

◦ Sハ Nガ V（例：太郎はラーメンが大好きな
のでよく食べる）

(3) その他
◦ヲ N（例：論文を作成）
◦ Nガ（ハ）V（例：太郎が読む）
◦ Nヲ N二（例：風景を写真に撮りました）

行動主，動作，対象はそれぞれ S，V，Oに当たる．
•場所の判定
抽出精度を向上するために，形態素解析結果に加え
て，Google Maps API[Google]を用いて場所を判定
する．入力名詞句に対して，Google Maps APIのレ
スポンスがアドレスであれば，この入力名詞句は場
所であると判定する．

•時刻 (いつ）
今，月曜日，上旬，時などのような文字列を含む時

間表現（約 100表現）を時刻として判定する．
•場面（どんな時に）

V-た後，V-たとたん，V-前になどのような日本語の

∗2 以下において，Sは Subject（主語），O は Object（述語），
Cは Complement(補語），Vは Verb（動詞），Nは Noun(名詞)
という意味を表す．

文法パターンを採用して，場面を判定する．

§ 2 行動属性の自動抽出モジュール
行動属性の自動抽出モジュールの主なタスクは以下の

ようなものである．
(1) Webから取得した文書の前処理を行い，「行動を表
す文」を取得する．（図 3の II.1）．

(2) 図 9に示すように HTML タグの解析結果に加え
て，形態素解析を行い，単語とその品詞番号を取得
する（図 3の II.2）．

<a href="...">ビル・アンド・メリンダ・ゲイツ財団</a>

    一つの名詞句として扱う

図 9 HTMLタグを解析して名詞句を取得

(3) 形態素解析結果に基づいて，文の名詞句と動詞句
を把握し単純記号（NP，VP）に置き換える．但し，
変換された名詞句と動詞句の品詞番号を保持する．
これを行うことによって，文を単純化でき，テスト

する時にラベル推定のエラーを防止できる．文を単
純化してテストデータを作成すると図 10のように
なる（図 3の II.3と II.4）．

(4) 条件付確率と訓練データの特徴モデルを用い，テ
ストデータの行動属性と行動間の遷移を自動的に抽
出する（図 3の II.5）．

留学 36

先 51

の 24

国 38

、 9

地域 38

、 9 NP1 38

時期 67 を w

、 9 VP1 v

留学 36

の 24

種類 38

を w

選び v

始める v

図 10 文の単純化：名詞句と動詞句を単純化

3 ·4 条件付確率場を用いた行動属性の抽出

提案手法では，正規表現パターンではなく系列ラべリ
ングを用いて行動属性を抽出する．例えば，“太郎は 24
日に修士論文を提出する”という文を系列ラべリングで表
すと図 11のようになる． 2章で述べたように系列ラべリ
ング問題に適用するための学習モデルのうち、条件付確
率場が高い精度を得られるので，本手法はこれを利用す

る．そして，データ（訓練データ，テストデータ）フォー
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B-Who O B-When I-When O B-What O B-Action I-Action

太郎 は 24 日 に 修士論文 を 提出 する

図 11 行動属性を系列ラべリングで表現

マットとテンプレートファイルの設計方針は次の２つが

ある．一つ目は，訓練データの特徴を全て吸収できるこ
とである．もう一つは，学習とテストの計算量を最小限
にすることである．これらの設計方針に従い，本手法は
以下のようなデータフォーマットとテンプレートファイ
ルを設計する．

単語 品詞記号 ラベル

太郎 44 B-Who
は 16 O
北海道 46 B-Where
で d O
白い 10 B-What
恋人 38 I-What
を w O
買っ v B-Action
た 25 I-Action

図 12 訓練データのフォーマット

•訓練データのフォーマット
図 12に示すように，訓練データは単語列，品詞記
号列，ラベル列から構成される．単語列は文の単語
を表す．品詞記号例は Mecabの品詞番号，助詞の記
号 (に→ n，を→w，へ→ h，で→ d)，動詞の記号 (v)
を表す．ラベル列は行動属性と行動間の遷移のラベ
ルを表す．

•テストデータのフォーマット
図 13に示すように，テストデータは単語列と品詞
記号列だけがある．ラベルはテストする際にシステ

ムが推測して自動的に付与する．

単語 品詞記号

太郎 44
は 16
ラーメン 38
を w
食べる v

図 13 テストデータのフォーマット

•テンプレートファイル
テンプレートファイル（図 3の T）とはデータの
特徴を表すためのファイルである．提案手法が利用
する素性（特徴）は単語，品詞，助詞である．テン
プレートファイルはこれらの素性と係り受け関係を

扱う．そして，長い文に対応させるために，サイズ

7のウィンドウ（%x[-3,*]～%x[3,*]）を採用する．
図 14にテンプレートファイルの全体を示す．但し，
%x[i,j]は現在の位置からの相対位置で i行目の j番
目の列の要素を指す．また，U**はテンプレートの
記号である．

# POS column # Word column
U10:%x[-3,1] U00:%x[-3,0]
U11:%x[-2,1] U01:%x[-2,0]
U12:%x[-1,1] U02:%x[-1,0]
U13:%x[0,1] U03:%x[0,0]
U14:%x[1,1] U04:%x[1,0]
U15:%x[2,1] U05:%x[2,0]
U16:%x[3,1] U06:%x[3,0]
U17:%x[-3,1]/%x[-2,1] U07:%x[-1,0]/%x[0,0]
U18:%x[-2,1]/%x[-1,1] U08:%x[0,0]/%x[1,0] 
U19:%x[-1,0]/%x[0,1]
U110:%x[0,1]/%x[1,1] #POS column 's junction
U112:%x[1,1]/%x[2,1] U21:%x[-3,1]/%x[-2,1]/%x[-1,1]
U113:%x[2,1]/%x[3,1] U22:%x[-2,1]/%x[-1,1]/%x[0,1]

U23:%x[-1,1]/%x[0,1]/%x[1,1]
U25:%x[1,1]/%x[2,1]/%x[3,1] U24:%x[0,1]/%x[1,1]/%x[2,1]

図 14 テンプレートファイル

4. 評価実験

4 ·1 前処理

3 ·3節に説明したように，本論文では Webコーパスか
ら取得した文章そのものではなく，前処理を行って，3 ·1
節に定義した「行動を表す文」を対象に属性と行動間を
抽出する．Mecabの解析精度は 100%ではないので，前
処理の過程で「行動を表す文」が削除されてしまう可能
性がある．また，行動を表さない文が行動を表す文とし
て扱われてしまう可能性もある．一般の文では，Mecab
での品詞判定精度は約 98%[Kudo 04]と言われているた
め，前処理の課程で，誤って捨てられた又は含められた
行動を表す文は約± 2%程度だと考えられる．これを確
かめるために，我々はMecabの精度と本論文での「行動
を表す文」の定義を含めて，実際の誤差を把握するため，
以下の評価実験を行った．

図 15では，以下のような記号を用いて，前処理につい
て説明する．
→　 Aは，Webコーパスから取得した文の集合である．
→　 Bは，Aの中にある行動を表す文の集合である（行
動を表す文の正解集合）．

→　 Cは，Aを対象に前処理を行った結果として取得さ
れ，行動属性と行動間の遷移を抽出する対象文の集合で
ある．

評価実験のデータセットを【付録 D】に示す．これは
「秋葉原」という検索キーワードで twitter[Twitter]から検
索した 105文である．105文中，75文が行動を表す文（集
合B）であった（人手により確認）．前処理過程では 33文
（33/105=31.43%）が削除され，72文が集合 Cとなった．
集合 Cの中に，行動を表す文は 70文（70/75=93.33%）
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があり，行動を表さない文は 2文があった．捨てられた
文の中に，行動を表す文は 5文（5/75=6.67%）であった．
よって，前処理過程で捨てられた文は 31.43%で，このう
ち誤って捨てられた行動を表す文は 6.67%である．行動
文によって属性の種類と数が変わるが，約 6.67%の属性
を誤って捨ててしまっていることが分かった．

尚，前処理過程で，誤って捨てられた行動を表す文は
図 16の通りである．これらの文では，動詞が“お客様訪
問終了”や“妹の電子辞書購入 ”などの名詞となってい
る．また，人は“群馬県太田市へ～。”を行くという行動
だと判断できるが，“行く”という動詞が省略されている
ため，計算機は判断できなかった．

前処理過程で，行動を表さないが行動を表すとして扱
われてしまった文は図 17の通りである．これらの原因
は，Mecab が品詞を誤って判断したためである．“田中
すだれ店。”の文では，Mecabが“だれ”は動詞（“だれ
る”）であると判断してしまった．“でも喫茶じゃないで
ふ。”の文では，Mecabが“ふ”は動詞（“ふる”）であ
ると判断してしまった．

上記の前処理の誤りについては，今後，改善を検討し

ていく．

4 ·2 「行動属性」と「行動間の遷移」の抽出
提案手法を用いることで，先行研究の問題点と 3 ·2節
に述べた課題を解決できたかどうかに加えて，行動の基

本属性と行動間の遷移の抽出精度を明らかにするために，
我々は以下の評価実験を行った．

【付録 A】に示すように，評価実験のデータセットは
「行動を表す」260文である．これはWebコーパスから
ランダムに取得した文の前処理を行った結果である．図
18は実験データの一部である．
文に現れる全ての行動の基本属性，属性間の係り受け
関係，行動間の遷移を正しく抽出することができた場合

前処理

A集合の中にある行 集合C
動を表す文（集合B）

動詞句
行動を表す正解集合 　　　　　 　　名詞句

名詞句

集合C
集合A

集合B

Webコーパスから取得した文（集合A）

図 15 「A 集合」と「B 集合」と「C 集合」の関係

秋葉原にてお客様訪問終了。 
今日はこれから秋葉原で待ち合わせ。 
秋葉原で妹の電子辞書購入。 
秋葉原ノードでリハ。 
これから群馬県太田市へ～。 

図 16 誤って捨てられた行動を表す文

田中すだれ店。 
でも喫茶じゃないでふ。 

図 17 行動文として扱われてしまった文

に行動の抽出が正解であると判定する．行動の抽出精度

は，すべての行動文（260）に対して，行動が正しく抽出
された文の割合である．そして，属性の抽出精度は，抽
出すべきの属性に対して，正しく抽出された属性の割合
である．抽出精度の実験結果（付録 B）は表 1の通りで
ある．

表 1 抽出精度の実験結果

　 抽出すべき対象 正解　 精度（%)
行動文 260 231 88.85%
行動主/Who 131 124 94.66%
動作/Action 352 342 97.16%
対象/What 244 234 95.90%
場所/Where 78 71 91.03%
時刻，場面/When 97 95 97.94%
行動間の遷移 16 14 87.50%

実験結果により， 本手法では，日本語 Webページを
対象にして，一回の実行（テスト）で文に現れる全ての
属性（行動主，動作，対象，場所，時間）と行動間の遷

移を自動的に抽出でき，高い抽出精度を得た．しかし，
Wikipediaの書き方がある程度の統一性を持つため，現
時点の訓練データはまだ「複雑な文」や「正しい文法で
記述されていない文」を上手く対応していない．これら
の文に対応するために，多様性を持つ訓練データを追加
する必要がある．実験結果を通じて以下のようなことが

分かった．
• Webコーパスから収集した文の単純化により，ラベ
ル予測のエラーを防止できる．

•動作は文の動詞句に当たる．本研究が利用する形態
素解析ツール Mecabは日本語の動詞を良く認識でき
る．また，テストデータを作成する前に，動詞句を
単純化する．このため，動作の抽出精度は高くなる

(97.16%)．
•日本語の場合，動作と対象の間に助詞（ヲ，二，へ）
が現れるケースが多いという特徴をもち，そのこと
が対象の抽出精度を高めた（95.90%）と考えられる．

•実験データでは，行動主は人名である文が多い．ま
た，日本語の場合，主語は“ハ，ガ”との関係が強

いという特徴をもつ．このことが，行動主の抽出精
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そして，ゲイツはアレンと共にマイクロソフト社を創業した。
私は毎朝自転車で学校に行きます。
部屋で数学の問題を考えていました。
頭の中で何かがひらめいた。
午前７時、そろそろ他の家族も起き出してきました。
２週間前に、日本へ来たばかりです。
彼は国へ帰る前に、先生のところへお礼に行きました。
日本へ留学する前に、なるべく日本についての本を読んできてください。
ホテルのイリマ・カフェで朝食を済ませてから、部屋へ戻って外出の準備をします。
カウンターで、日本の運転免許証と国際運転免許証を提示して手続きを行います。

図 18 実験データの一部

度を高めた（94.66%）と考えられる．
• GoogleMap APIを利用することで複雑なアドレスを
扱うことができ，場所の抽出精度を高めた（91.03%）．

•本手法では Mecabでの解析結果に加えて，日本語の
時間表現（時刻，場面）に対応したので，時刻と場
面の抽出精度は高くなった（97.94%）．

そして，本手法では，1台の PC（CPU：3.2Ghz，RAM：
3.5GB）を用いた場合に，260文の抽出時間は約 0.11秒
であったが，一方で，Cabochaを用いて，この 260文の
係り受けのみを解析した場合の処理時間は約 19秒であ
り，提案手法の 172倍であった．従って，提案手法はWeb
コーパスのような大規模コーパスに対して有効な手法で
あると言える．

第 1章に示した先行研究の問題点に対して，提案手法
は以下の対策を行う．

•行動のドメインを定義せず，訓練データを自動的に
作成することで，準備コストがかからない．

• CRFを系列ラべリングに適用し，更にタプルの要素
数を固定しないため，一回のテストで文中に現れる
全ての行動属性を抽出できる．

•機械学習の適用とWebコーパスから取得した文の単
純化により，提案手法は単文や複文など様々な文に
対応できる．

•訓練データが属性間の係り受け関係を含むため，テ
ストする時に文中に現れる行動属性間の係り受け関
係を推定できる．

•公開されているWebページから行動データを取得す
るので，プライバシー問題を回避できる．

また，3 ·2節に示した日本語Webページにおける行動属
性抽出の難しさに対して，本論文は以下の対策を行う．

(1) 形態素解析を行い単語の境界位置を把握すること
で，CRFを適用することができる．

(2) 日本語の文には様々なタイプがあるので，提案手法
は表 2に示す構文に対応する訓練データを作成する．

(3) 機械学習の適用と文の単純化により，膨大かつ多
様性をもつ Webコーパスに適用できる．

(4) 前処理を行って，文中にあるノイズ文字列を削除
する．そして，複雑かつ正しい文法で記述されてい
ない文に対応するために，文の単純化と訓練データ

の拡張を行う．

(5) 文中に現れる行動属性にマッチする正規表現パター
ンの作成が困難である問題に対して，提案手法はパ
ターンマッチングではなく系列ラべリングを利用する．

4 ·3 O-CRFとの比較

表 2 O-CRF と本手法との比較

O-CRF 提案手法
Webページの言語 英語 日本語
抽出対象 リレーション 人間の行動
タプルの要素の数 3 2～6

対応可能な構文 S-V-O

{O，C}，V
S，{O，C}，V
{O，C}，V，S
Sガ Vハ {O,C}
Sガ VCハ O
Sハ Nガ V
ヲ N
Nガ（ハ）V
Nヲ N二

リレーションは
エンティティ
の間に出現する
必要がある

YES NO

エンティティを
事前に判定し
ておく必要がある

YES NO

エンティティを
意味的に分類する NO YES
適合率（精度） 86.6% 88.85%
再現率 45.2% 82.18% (88.85-6.67)

O-CRF[Banko 08]は自己教師あり学習と CRFを用い
て，英語Webページの文に現れるバイナリリレーション
を抽出する．図 19に示すように，リレーションはエン
ティティの間に現れる必要がある【付録 C】．そして，表
2に示すように，O-CRFでは，エンティティを事前に判
定しておくので，ラベルの推定はリレーションだけであ
る．一方，提案手法は，一つのラベルだけではなく，文に
現れるすべての行動属性と行動間の遷移のラベルを推定
する必要がある．また，日本語の文を対象するので，文

によって属性の数と位置は変わる．このため，提案手法
では，エンティティの事前判定，又はリレーションがエ
ンティティの間に現れるといった設定ができない．つま
り，O-CRFの解決課題よりも提案手法が解決する課題が
困難であると考えられる．

　　　　　　 リレーション

<p1> Google </p1>  To Acquire  <p2> YouTube </p2> 

　　   エンティティ1 　　　　　        エンティティ2

図 19 O-CRFの実験データ：リレーションはエンティティの間に
現れる必要がある
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提案手法は全ての前処理を行った後の文（前述の集合

C）に対して，文中に現れる行動属性（行動主，動作，対
象，場所，時間）と行動間の遷移（次，後）を抽出する．
4 ·1節に示したように，前処理過程で約 6.67%の「行動
を表す文」を誤って捨ててしまったので，提案手法の再現
率は精度（適合率）より約 6.67％低い値となり，82.18%
(88.85-6.67)である．

Webページの言語と抽出対象が異なるため，直接比較
することができないが，本手法が O-CRFより高い精度
を得たのは以下のようなことによる．

•属性の数と位置を制限する必要がなく，抽出すべき
属性を全て抽出する．

•全ての標準構文に対応する訓練データを作成する．
•テストを行う前に，Webコーパスから取得した文を
単純化する．

•動作と対象の間に助詞（ヲ，二，へ）が現れる日本
語の特徴に対応する．

•テンプレートファイルのウィンドウサイズが大きい
ので，長い文にも対応可能である．

•時間，場所，人名の抽出を工夫する．

4 ·4 提案手法の有効性

本研究は，最終的には行動推薦・行動ターゲティングを
目指しており，ユーザの現在の行動と次の行動又は行動
の原因を把握できれば，ユーザの状況に応じた最適な情
報（広告，商品，店舗，行動パターンなど）を提供できる
と考えている．現在，多くの企業や研究所で，ユーザの
行動モデルや行動推測などの研究・開発が行われ，携帯端
末向けのサービスなどが試行されている．例えば，NTT
Docomo の My Life Assist Service[NTTDocomo] では，
ユーザの行き先を予測し，行き先周辺の店舗情報を提供
する．KDDI研究所の「ケータイ deライフログ」[KDDI]
では，ユーザのライフログ（いつ・どこで・誰と・何を
したか，何に興味をもったのか）を収集・管理し，行動
を解析し，適切な情報を提供することを目指している．

本研究は，上記のアプリケーション等に加えて，コン
テキストアウェアコンピューティング [Matsuo 07]やユビ
キタスコンピューティング [Poslad 09]，ソーシャルコン
ピューティング [Ozok 09]など多くの分野に適用できる
と考えている．現在，我々は街歩きに着目し，Webコー
パス（weblogs，twitter等）から“秋葉原”に関するユー
ザの行動と行動間の関係を抽出して，意味ネットワーク
を構築することを試みている．図 20に示すように，こ
の意味ネットワークでは，ノードは動作，ノードの周辺
は行動の属性（行動主，対象，時間，場所），ノード間

のリンクは行動間の関係を表す．この意味ネットワーク
を参照して，ユーザの行動データから行動意図を推測し，
経験に基づく賢い行動パターンを推薦することを目指し
ている．

上記の目的を実現するためには，行動と行動間の関係

秋葉原 秋葉原MAD

what what

行く where

BecauseOf

買う iPad
    what

店に入る

東京都千代田区外神田３-１６-１５

図 20 秋葉原に関する行動を表す意味ネットワーク（一部）

ができるだけ多く意味ネットワークに含まれている必要
がある．つまり，意味ネットワークのノードとリンクを
どの程度構築できたかが，提案手法の有効性を評価する

指標となる．提案手法の再現率と適合率の両方が重要と
なり，再現率が高ければ高いほど，多くのノードとリン
クを構築できたことになり，適合率が高ければ高いほど，
意味ネットワークはWebコーパスに記述された行動と行
動間の関係を正確に表していることになる．
提案手法では，行動と行動間の遷移の抽出精度（適合

率）はそれぞれ 88.9%と 87.5%です．上記の twitterから
抽出した文の評価結果によると，再現率が適合率より約
6.7％下がってしまうため，行動と行動間の遷移の抽出再
現率はそれぞれ 82.2%（88.9-6.7），80.8%（87.5-6.7）と
なる．つまり，提案手法では Webコーパスに記述された
行動と行動間の遷移をそれぞれ 82.2%，80.8%で抽出で
き，一定のノードとリンクの構築は可能だと考えられる．

また図 21に示すように，提案手法では，ノードとリンク
をそれぞれ 88.9%（行動抽出の適合率）と 87.5%（行動
間の遷移の適合率）で正確に表している．今後，より多
くの行動と行動間の関係を意味ネットワークに加え，行
動パターンを推薦できる可能性を上げていきたいと考え
ている．

88.9% 88.9%

ユーザの行動 推薦可能の行動

Next: 87.5%

図 21 行動の推薦

5. 関連研究

本章では，まずマイクロブログに関する研究について
検討する．次に，他の関連研究との比較を示す．

5 ·1 マイクロブログに関する研究

我々の調べた結果では，マイクロブログを対象にして

人間行動の抽出・解析を行う研究は少なく，[Mor 10]と
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[Nilanjan 09]だけがあった．

[Mor 10]は，twitterユーザがどんなこと（自分の状況
であるか，意見であるかなど）について発言するかを調
査した論文である．調査方法は，“Me now”や“Opin-
ions/Complaints”などの9つのカテゴリに基づいて，ユー
ザが発言したメッセージの内容を分類するというもので
ある．調査結果よると，自分の現状について発言してい
るメッセージは全体の約 41%を占める．

[Nilanjan 09]は，人間の行動に着目して，twitterユー
ザの興味をリアルタイムで把握する手法を提案している．
この手法では，まずユーザの興味に関する「カテゴリワー
ド」（例えば，movie, cinema, music, sportsなど），「動詞」
（例えば，watch, watching, partyなど），「時間ワード」（例
えば，tonight, today, weekendなど）を作っておく．次に，
これらのワードに基づいて，twitterメッセージに対して，
（カテゴリワード，動詞）と（カテゴリワード，時間ワー
ド）の共起頻度を計算する．共起頻度が高いものはユー
ザの興味があるものと判断する．例えば，“movie”（カテ
ゴリワード）と“ go”（動詞）と“ tomorrow”（時間ワー
ド）の共起頻度が高ければ，ユーザの興味は“ going to a
movie tomorrow”（明日，映画を見に行く）であると判
断する．

この手法の利点は，twitter文書の文法に依存せず，高
速に結果を出力できるところにある．しかし，出力され
た結果の妥当性を評価していない．また，この手法は以
下のような問題点があると考えられる．

(1) この手法では頻度が低い興味（行動）は，獲得で
きない．しかし，頻度が低い興味（行動）でも，重要
な経験や意外性を含んでいる可能性は高いと言える．
また，頻度が高い興味しか抽出できないので，この
手法の再現率は低いと考えられる．

(2) “ today”や“ tomorrow”などのワードの頻度だけ
では，興味（行動）をリアルタイムで把握できると
は言えない．これは，ユーザが発言したメッセージ
の時刻を考慮しなければ，いつに対しての“ today”
や“ tomorrow”であるかが分からないためである．
更に，メッセージに記述された行動主を把握してい
ないので，誰の興味であるかも分からない．

(3) 頻度に基づくため，多くのデータ（メッセージ）か
ら計算しないと正確な結果を得ることができない．

上記のように，我々の調べた限りでは，マイクロブロ
グを対象として，人間の行動を抽出・解析する研究はま
だ数が少なく，多くの問題点がある．しかし，タイムス

タンプを利用した研究はいずれかにあると思われる．し
かし，タイムスタンプに基づいて，行動間の関係を把握
するには以下のような問題がある．

(1) 行動の発生がメッセージの発言された時刻と逆順
である場合，行動間の遷移関係が誤って判断されて
しまう．例えば， twitterから表 3 のような 2 つの
メッセージを取得できるとする．メッセージ１では，

（動作 = 行く，対象 = 秋葉原，時刻 = 来週）（行動
A)という行動を表す．メッセージ 2では，（動作 =食
べる，対象 =ラーメン，時刻 =昨日，場所 =渋谷）
（行動 B）という行動を表す．

Twitterのタイムスタンプ（18::00，18:30）に基づ
くと，行動 Aが起こった後に，行動 Bが起こるとい
う間違った判断になってしまう．しかし，我々の提
案手法では，文中に表す時刻（来週と昨日）を解析

すると，行動 Bが起こった後に行動 Aが起こるとい
う正しい判断が可能である．つまり，行動間の遷移
関係を正確に把握するためには，メッセージの内容
を解析する必要があると思われる．

表 3 Twitter のメッセージ

No
Twitterに
発言した時刻 行動を表す文

1 18:00 来週、秋葉原へ行く予定。
2 18:30 昨日，渋谷でラーメンを食べたよ。

(2) また，タイムスタンプを利用することで，ある程
度，行動間の遷移（流れ）を推論できるが，行動間
の因果関係の推論は非常に難しい．我々の提案手法
では，“ので”，“ため”のような因果関係を表すパ
ターンを訓練データの特徴モデルに加えることによ
り，行動間の因果関係を抽出できる．例えば，“俺は
iPhoneを買うために，秋葉原へ行ったよ”の文に対
して，“動詞－ために”というパターンを利用するこ
とで，以下の出力を得ることができる．
→行動A:（行動主 =俺，動作 =買う，対象 = iPhone）
→行動 B:（行動主 = 俺，動作 = 行った，対象 = 秋
葉原）
行動 B BecauseOf行動 A (行動 Bが起こる原因は行
動 Aである)．

更に，本論文では，あまり頻度の高くない行動（意外
の行動，珍しい行動，貴重な経験等）に対しても，文に
明確に記述されていれば抽出可能である．また，“だか
ら”，“したがって”，“そして”，“それから”，などの接
続詞を利用することで，文間に表す行動間の関係も把握

できる．例えば，“俺は先週秋葉原へ行った。それから，
アバターを見に行ったよ。”の文では，“そして”という
パターンを用いると，以下の関係が分かる．
→行動 A:（行動主 =俺，動作 =行った，対象 =秋葉原）
→行動 B：（行動主 = 俺，動作 =見に行った，対象 =ア
バター）

行動 A Next行動 B (行動 Aが起こった後に，行動 Bが
起こった)．

しかし，現時点では，暗黙的な行動やドキュメント間
に表す行動の関係は抽出できていない．例えば，“俺は先

週渋谷にある回転寿司店へ行った。すごく美味しかった
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よ！”の文では，“寿司を食べた”という行動が隠れてお

り，抽出できない．今後，これらの課題を解決するため
に，推論や HTML内の文書関係（リンク関係）の抽出，
相関ルールの適用などを検討している．

5 ·2 他の関連研究

Webからの関係抽出と人間行動抽出に関しては，以下
のような関連研究がある．以下に各研究の手法を説明し，
本手法との比較を行う．

Webからの関係抽出の代表的な手法として，DIPRE[Brin
98]，SnowBall[Agichtein 00]，KnowItAll[Etzioni 04],
Pasca[Pasca 06], TextRunner[Banko 07]，O-CRF[Banko
08]（TextRunnerの改善版）が挙げられる．

DIPRE，SnowBall，KnowItAll，Pasca はブートスト
ラッピングを利用している．ブートストラッピングの利
点は，単純なパターンマッチでは困難であった，情報を抽
出するためのパターンを自動生成できることにある．一
方で，ブートストラッピングの欠点としては，欲しい情報
の周辺のパターンを誤って抽出すると，誤ったパターン周
辺の欲しくない情報を抽出してしまうという問題がある．
また，パターンを自動生成するための戦略がヒューリス

ティクスであり，そのため，意外性や発見性のあるパター
ンの生成が難しいことも欠点として挙げられる．これら
の問題に加えて，次の 2つの理由でブートストラッピング
は文に現れる行動属性を抽出することが困難である．一
つ目は文によって現れる行動属性の数と位置が変わるの
で，正規表現パターンの作成は非常に難しい．二つ目は

行動のドメインを定義しておき，インスタンスを作成す
る必要がある．TextRunnerは世界初の Open RE（Open
Relation Extraction）∗3のシステムであり，自己教師あり
学習と Naive Bayesという分類手法を用いて，バイナリ
リレーションを抽出する．この手法では，O-CRFと同じ
ようにエンティティを事前に判定しておき，リレーション
がこれらのエンティティの間に現れる必要がある．また

[Banko 08]の実験結果から，O-CRFと比べてTextRunner
の抽出精度は低い（適合率≒ 86.6%，再現率≒ 23.2%）．

Web からの人間行動抽出の先行研究には，Perkowitz
ら [Perkowitz 04]，川村ら [川村 08]，倉島ら [倉島 09]と
Fukazawaら [Fukazawa 09]の研究がある．

Perkowitzら [Perkowitz 04]の手法は単純なキーワード
マッチなので，作業の手順（料理の作り方など）を明示
的に書いたウェブページにしか対応できない．また，行

動属性間の係り受け関係が解析されていない．川村ら [川
村 08]の手法では，行動オントロジーと対象トピックに
関する情報（商品名など）のオントロジーを予め準備し
ておく必要があり，抽出精度はこれらのオントロジーに
依存する．倉島ら [倉島 09]の手法では，ブログの日付情
報から時刻を取得するので，行動文に表す時刻ではない

∗3 Open REの概念は Bankoら [Banko 08]の研究グループによ
り定義されたものである．

可能性が高い．場所は，固有表現抽出器で“地名”，“組

織”と判定される語なので，動作と係り受け関係がない可
能性がある．対象と動作の抽出では，係り受けと各分析
の自然言語処理ツール（JTAG[Fuchi 98]）を用いる．こ
の方法は JTAGの精度に依存することとなる．また，助
詞“を”と“に”が共にない文に対応できない．更に，
Bankoら [Banko 08]が指摘するように，係り受け解析の
自然言語処理ツールを直接用いてエンティティ（行動属

性など）の相互関連を判定するのはWebコーパスに適切
ではない．

Fukazawaら [Fukazawa 09]の手法では，まず「ドメイ
ン +助詞（を，に) +動詞」というパターンを用いて，検
索エンジンでドメインと動詞を取得する．次に，Score(ド
メイン，動詞)を計算し，10−5より大きければこのドメ
インは対象，この動詞は動作として獲得する．

Score =
Hits(ドメイン AND動詞)

Hits(ドメイン)Hits(動詞)
(3)

この手法の利点は，検索エンジンだけ利用することで，
対象と動作のペアを獲得できる．しかし，パターンを特
定しており，再現率が非常に低いと考えられる．また，価
値がある行動パターンでも，共起頻度が低ければ獲得で
きない．

以上の解析をまとめると，行動抽出の関連研究との主
な比較は表 4の通りである．

表 4 行動抽出の関連研究との比較

手法等
抽出可
能属性

セットアップ
コスト

対応
可能文　

因果
関係

Perkowitzら ×　 ○ ×　 不可
Fukazawaら △　 ○ ×　 不可
Kurashimaら ○ ○ △ N/A∗4

Kawamuraら △ △ ○ 不可
提案手法 ○ ○ □ 可能

6. おわりに

本論文では，日本語Webページを対象とし，条件付確
率場と自己教師あり学習を用いて，文に現れる人間行動
の基本属性と行動間の遷移を自動的に抽出する手法を提
案した．提案手法では，3 ·2節に示した日本語Webペー
ジにおける行動属性抽出の難しさと第 1章に示した先行
研究の問題点を解決でき，以下のような貢献がある．

•人手でラベル編集，初期インスタンスの作成，行動
のドメインの定義などの必要がなく，準備コストが
かからない．

•一回のテストでテストデータに現れる行動属性と行
動間の遷移を漏れなく全て抽出でき，高い精度が得

∗4 論文上では，行動間の因果関係の抽出を述べていない．自然
言語処理ツールを用いて係り受けを上手く解析できると，ある
程度行動間の因果関係を抽出できるが，解析時間がかかる．
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られる（行動：88.9%，基本行動属性：90%以上，行
動間の遷移：87.5%）．

新たな訓練データを追加

CRF

訓練データの特徴

入力: テストデータ

出力

評価

訓練データ

図 22 フィードバック: 出力を評価して新たな訓練データを追加

図 22に示すように，我々は現在，複雑な文や正しい
文法で記述されていない文に対して，抽出精度を向上す
るために，新たな訓練データの追加方法を検討している．
今後の課題として，まずWebコーパスから大規模な行動
を表す文を収集し，評価実験を行う．次に，HTML内の
文書関係，タイムスタンプ，相関ルールなどを考慮して，
ドキュメント間に現れる行動間の関係の抽出手法を検討
する．その後，人間の経験を対象として，Webコーパス
全体からすべての行動属性と行動間の関係を抽出し，人
間行動を表す意味ネットワークを構築する．そして，こ
の意味ネットワークを参照して，ユーザの行動意図を把
握し，賢い行動パターンを推薦する実世界指向エージェ

ントの実現を目指す．
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♦ 付 録 ♦

A. 付録 A　評価実験のデータ

•実験データ，http://docs.google.com/View?id=dftc9r33
901fjwmkwfk

•実験データのリソース 1，http://www.geocities.jp/
niwasaburoo

•実験データのリソース 2，http://ja.wikipedia.org/wiki/
アルベルト・アインシュタイン

•実験データのリソース 3，http://ameblo.jp/aromafitness/
entry-10299513069.html

B. 付録 B　評価実験の結果

•実験の結果，http://docs.google.com/View?id=dftc9r33
902cxq5r7cr
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C. 付録 C O-CRF の実験データ

• O-CRFの実験データ，http://www.cs.washington.edu/
research/knowitall/hlt-naacl08-data.txt(< p1 >

と < /p1 > の中に入る単語はエンティティ１，< p2 > と <

/p2 > の中に入る単語はエンティティ2 である）．

D. 付録 D　前処理の評価実験

•集合A，http://docs.google.com/View?id=dftc9r33
1958hhmmhjhj

•捨てられた文，http://docs.google.com/View?id=dftc9r33
1959ff2b7fxp

•集合C，http://docs.google.com/View?id=dftc9r33
1960c55rsncv
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