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 要  旨 

外部ストレージを利用してファイル共有を行う高性能計算機システムにおいては、複数の計

算ノードがファイルアクセスを行う際に外部ストレージに対する I/O 競合が発生し、ファイル

アクセス性能が低下することがある。この問題を緩和する方法として、外部ストレージから各

計算ノードのローカルストレージに必要なファイルをコピーした上で，ローカルストレージ上

のファイルを用いてアプリケーションの実行を行うファイルステージングがある。ただし、フ

ァイルのコピーとアプリケーションの実行を逐次的に行う従来のステージング手法は、深層学

習アプリケーションのような全実行時間に占めるファイルアクセス時間の割合が大きいアプリ

ケーションに対してあまり効果的でない。 

そこで本稿では、アプリケーション実行と並列にファイルステージングを行う実行時ファイ

ルステージングを提案する。提案手法では深層学習アプリケーション内でファイルコピーを呼

び出し、学習処理と並列化することでステージング処理に要する時間を隠蔽する。 

ステージングを行わない場合、従来のステージング方式を用いた場合、提案手法を用いた場

合の 3 つの方式で深層学習ジョブの実行時間を比較した結果、提案手法によりステージング処

理に要する時間が隠蔽されていることが確認できた。 

今回の実験ではステージングを行わない（外部ストレージに直接アクセスする）場合でも I/O

競合による深層学習アプリケーションの性能低下はあまり見られなかったが、実験に使用した

環境よりもローカルストレージと外部ストレージのファイルアクセス性能に差がある環境では

提案手法の効果は大きくなると考えられる。また、今回評価に用いた深層学習アプリケーショ

ンは性能チューニングが十分行われているとは言えないため。アプリケーションの性能チュー

ニングを今後行うことで提案手法の効果が大きくなると考えられる。 
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第 1章

序論

1.1 はじめに
高性能計算機システムの多くは計算ノード外部に大容量のストレージを有しており、こ

れを用いて計算ノード間でファイルを共有している。外部ストレージと計算ノード間は一
般には InfiniBand等の高速・大容量な専用ネットワークで接続されており、これにより
高いファイルアクセス性能を実現する。
しかしながら、複数の計算ノードが集中的に外部ストレージのファイルにアクセスを行

う状況（例えば複数のユーザが I/Oインテンシブなジョブを実行する状況）においては、
アクセス競合によりファイルアクセス性能が著しく低下するため、ファイルアクセス時間
が増加し、その結果、ジョブ全体の実行時間が通常よりも増加してしまう。
上記の問題を緩和する方法の 1 つにファイルステージングが用いられている。ファイル

ステージングは、必要なファイルを外部ストレージから計算ノード内のローカルストレー
ジ（SSD等によって構成された高速ストレージ）にコピーした上で、ローカルストレージ
上のファイルを用いてアプリケーションの実行を行う技術である。
外部ストレージからローカルストレージへのファイルコピー処理は、通常はジョブスク

リプト内に記述され、アプリケーションの実行開始に先立って行われる。ステージングを
行った場合はアプリケーションの実行中に外部ストレージに対するアクセスが発生しな
いため、外部ストレージにおけるファイル I/O 競合の影響を受けることなくアプリケー
ションを実行できる。
一方、従来のファイルステージングはファイルコピーとアプリケーション実行を逐次的

に行うため、全実行時間に占めるファイルアクセス時間の割合が大きいアプリケーション
に対して、あまり効果がないという問題がある。そのようなアプリケーションの 1 つと
して、深層学習アプリケーションが挙げられる。例えば文献 [12, 13]では、大規模な訓練
データに対して深層学習を行うケースにおいて、訓練データファイルのリード性能がアプ
リケーション全体の実行時間を左右することが報告されている。
ただし、ステージングを行って深層学習ジョブを実行する場合、ファイル I/O競合の影
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響を受けるのはファイルのコピー処理だけであり、深層学習アプリケーションそのものの
実行時間はファイル I/O への負荷に関わらず一定である。そのため、ファイルのコピー
に要する時間の隠蔽を行うことができれば、ファイルステージングを行いつつ、高負荷時
における深層学習ジョブ全体の実行時間増加を抑えることが可能だと考えられる。

1.2 研究目的
そこで本研究では、外部ストレージからローカルストレージへのファイルコピーを、ア

プリケーション実行と同時に行う手法を提案する。提案手法では、深層学習アプリケー
ションの実行開始直後に将来読み込まれる予定のファイルのリスト、および、このリスト
を用いてファイルコピーをバックグラウンドで行うプロセスを生成し、学習処理を行うメ
インのプロセスと並列にファイルコピーを行う。そして、深層学習アプリケーションは現
在コピーされているファイルを使用した学習が完了するたびにファイルのコピー状況を確
認し、新たにコピーの完了したファイルがあった場合はそれらのファイルを用いて学習を
行う、という処理を繰り返す。このようにファイルコピーと学習を並列化することで前者
の処理に要する時間を隠蔽し、外部ストレージでのファイル I/O 競合時における深層学
習アプリケーションの実行時間の増加を抑制する。

1.3 論文の構成
以下に本論文の構成を述べる．

第 1章 本論文の序論について述べる。
第 2章 研究背景について述べる。
第 3章 提案手法である実行時ファイルステージングの概要及び実装について述べる。
第 4章 評価方法および評価結果について述べる。
第 5章 本論文のまとめ及び今後の展望を述べる。
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第 2章

研究背景

本章では研究背景について述べる。まず、深層学習の概要を述べる。次に、高性能計算
環境の概要、高性能計算環境におけるファイル I/O競合、ファイルステージングについて
述べる。最後に、ファイルステージングに関連する先行研究について述べる。

2.1 深層学習
深層学習は、近年大きな注目を集めている技術であり、自動運転や医療診断を始めとす

る幅広い分野で活用されている。ニューラルネットワークは、4 層を超える多層のニュー
ラルネットワーク（DNN:Deep Neural Network）を用いることで、その判断・認識精度
が飛躍的に向上することが知られている。深層学習はそのようなネットワークを学習する
技術であり、認識精度や学習効率を高めるためにさまざまなネットワークモデルが提案さ
れている [8, 11]。

2.1.1 ニューラルネットワーク
ニューラルネットワークは、元々は人間の脳内にある神経細胞（ニューロン）とそのつ

ながり、つまり神経回路網を数理的なモデルで表現することを目的として開発されたもの
である。簡単なニューラルネットワークの構造例を図 2.1に示す。図 2.1で示したように
一般的なニューラルネットワークは、入力層、隠れ層、出力層の 3 つの層によって構成
されており、層と層の間にはニューロンの結合強度を表す重み ⌈wij⌋（ニューロン i から
ニューロン j への枝重み）が設定される。
入力データが入力層の各ニューロンに入力されると、そのニューロンの出力に重みを

乗じた値が (活性化関数を通して)隠れ層のニューロンの入力として伝搬する。隠れ層も
同様の方法で値を出力層に伝搬し、最終的な結果が出力層から出力される。特に、隠れ
層を 2 層以上持つ計 4 層以上のニューラルネットワークを深層ニューラルネットワーク
（DNN:Deep Neurual Network）と呼ぶことが多い。
また、ニューラルネットワークの種類としては、畳み込み層およびプーリング層の
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図 2.1 ニューラルネットワークの基本構造
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図 2.2 ニューロンの構造例

特殊な層を接続した構造を持つ畳み込みニューラルネットワーク（CNN:Convolutional

Neural Network[10]）、隠れ層への自己フィードバックを有する再帰型ニューラルネット
ワーク（RNN:Recurrent Neural Network[9]）などが用いられている。

ニューロン
ニューラルネットワークを構成する要素であるニューロンの構造例を図 2.2に示す。ニ

ューロンは図 2.2に示したように、多次元の入力（x1, x2, . . . xn）と重み（w1j , w2j , . . . wnj）
の積和演算を行い、その結果に入力に依存しないパラメータであるバイアス（w0j）を加
え、さらにその値を活性化関数（f）に入力することで出力（yj）を得る。 ここで常に１
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の値をとるダミーの変数 x0 を導入すれば、出力の計算式は式 2.1のように表せる。

yj = f

(
n∑

i=0

wijxi

)
(2.1)

以前は、双曲線関数やシグモイド関数といった活性化関数が用いられることが多かっ
た。しかしこれらの関数は計算コストが大きいうえに、深層ニューラルネットワークで
は、後述の勾配消失問題が発生するという問題があった。そのため、現在は ReLU関数が
用いられることが多い。それぞれの関数を式 2.2、2.3、2.4に示す。

tanh(x) =
ex − e−x

ex + e−x
(2.2)

sigmoid(x) =
1

1 + e−x
(2.3)

ReLU(x) = log(1 + ex) ≃ max(0, x) (2.4)

ニューラルネットワークの処理
ニューラルネットワークの処理は、大きく分けて学習と推論の 2つである。学習は、入

力とその入力に対する正しい出力の組み合わせからなる訓練データセットを用いて、各入
力に対するニューラルネットワークの出力と訓練データセット内の正しい出力を比較し、
入力から正しい出力が得られるようにそのニューラルネットワークの各層の重みを調整
する処理である。推論はニューラルネットワークに入力を与えて出力を計算する処理で
ある。
学習に必要な計算コストは推論に必要な計算コストに比べて極めて大きく、中には

GPUクラスタを使用して学習完了までに 2ヶ月を費やした例もある。そのため学習はク
ラウド等の高性能計算環境、推論は学習が完了したニューラルネットワークが実際に利用
される計算環境（例：自動運転の車に搭載されたマイクロコンピュータ、カメラの顔認識
を行うスマートフォン）等で実行されることが多い。
学習する際の重みの更新には勾配降下法をベースとした誤差逆伝搬法が一般的に用いら
れる。勾配降下法は、パラメータ θ によって特徴づけられた目的関数 L(θ)が与えられた
時、現在のパラメータ θ(t) における勾配（2.5）を求め、学習率 αを用いて式 2.6として
パラメータを更新する。

δ =
∂L(θ)

∂θ

∣∣∣∣
θ=θ(t)

(2.5)

θ(t+1) = θ(t) − αδ (2.6)

誤差逆伝搬法では、活性化関数に微分可能な関数を利用することで、出力層における誤
差評価 R(W )への任意の重み w の寄与を偏微分係数 ∂R(W )/∂w として計算できるよう
にしている。これによって、勾配降下法を初めとする通常の最適化手法を使用した全ての
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重みの更新が可能となっている。ネットワーク内の第 n 層のニューロン k から第 n + 1

層のニューロン j への結合の重みを w
(n+1)
k,j 、学習率を αとすると、確率的勾配降下法に

よる結合の重みの更新の式は以下の式のようになる。

w
(n+1)
k,j = w

(n+1)
k,j − α

∂R(W )

∂w
(n+1)
k,j

(2.7)

また、出力層のニューロンの個数を N、各ニューロンの出力を yj(j = 1, 2, . . . , j)、それ
らの出力に対する訓練データセットの出力を tj とし、誤差評価に二乗誤差を用いると、
R(W )は以下の式で表せる。

R(W ) =
1

2

 N∑
j=1

(tj − yj)
2

 (2.8)

学習率 α が大きいほど一回あたりの更新量が大きくなるため学習が進む速度は大きくな
るが、R(W )が最小となる点を超えて学習が発散してしまう可能性がある。逆に学習率 α

が小さければ学習が発散する可能性は低くなるが、重みの一回あたりの更新量が小さいた
め学習完了までの時間が長くなってしまう。式 2.7、2.8より、具体的な更新は以下の式の
ようになる。

w
(n+1)
k,j = w

(n+1)
k,j − αδ

(n+1)
j y

(n)
k (2.9)

ここで y
(n)
k は第 n層の第 kニューロンの出力であり、式内の勾配 δ

(n+1)
j は出力層の二乗

誤差から計算される勾配 δ
(N)
j を使い、以下のように再帰的に計算できる。

δ
(N)
j = −(tj − y

(N)
j )y

(N)
j (1− y

(N)
j ) (2.10)

δ
(n)
j =


Nn+1∑
k=1

δ
(n+1)
j w

(n+1)
k,j

 y
(n)
j (1− y

(n)
j ) (2.11)

ここで、Nn+1 は第 n+ 1層のニューロンの数である。この計算過程が出力層の誤差を前
の層へと伝搬させていく形になっていることが、誤差逆伝搬法という名前の由来である。
また、2.1.1項で述べた勾配消失問題は、重みの更新量を計算する際の勾配 δ

(n+1)
j が入力

層に近い層で 0になってしまい学習が進まなくなる現象のことである。

2.1.2 ミニバッチ学習
一般に、深層学習には大量の訓練データが使用される。例えば、画像認識精度を競う

コンテストとして有名な ILSVRC では、ImageNet と呼ばれる 100GB を越えるデータ
セットを用いて学習を行う [3]。また、動画像認識を行うコンテストである YouTube-8M

Kaggle Challenge では、1.7TB ものデータセットが使用されている [2]。大量のデータ
を用いて学習を行うことで、ネットワークの認識精度は飛躍的に向上することが知られて
いる。
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訓練データのサイズの大きさから、深層学習では訓練データを複数の小さい訓練データ
（ミニバッチ）に分けて学習を行う、ミニバッチ学習を行う場合が多い。また、ミニバッ
チ学習に関するパラメータとして、学習を始める前に設定するチューニングパラメータが
ある。以下にその一例を示す。

• バッチサイズ
それぞれのミニバッチに含まれるデータの数をバッチサイズまたはミニバッチサイ
ズと呼ぶ。例えば、 1,000 枚の画像からなる訓練データを 200 枚ずつのミニバッ
チに分ける場合、バッチサイズは 200 となり、一度の繰り返しで使用される画像枚
数は 200 枚となる。

• ステップ
ミニバッチ学習の場合、一度の繰り返しでは 1つのミニバッチのデータだけを学習
に使用する。そのため、訓練データ全てを使用するまで、学習を何度も繰り返す。
そのミニバッチ 1つに対する学習をステップと言う。上述の通り、 1,000 枚の画像
からなる訓練データを 200 枚ずつのミニバッチに分ける場合、全ての画像を学習
に使用するまでに必要なステップ数は 5 となる。

• エポック
バッチサイズで指定されたサイズのミニバッチの学習を、上述の通り決められた回
数繰り返すことで、訓練データ全体が少なくとも一度は学習に使用される。エポッ
ク数は、この手順を何回繰り返すのか、すなわち訓練データ全体を何回学習に使用
するかを指定する値である。基本 1 エポックで学習が十分に行われることはない
ため、エポックは数回から数十回繰り返される。上記の 1,000枚の画像からなる訓
練データを 200 枚ずつのサブセットに分ける場合、学習 5ステップ繰り返すこと
で、1エポックの学習となる。

2.1.3 分散学習
ネットワークモデルと訓練データの両方が大規模化した結果、深層学習の計算時間は膨

大なものとなっており、時には数日から数週間といった時間を要することもある [4]。そ
れを解決する方法の一つとして、分散学習が提案されている。これは、GPUなどの計算
機を複数台用いて並列処理を行うことで、1つのニューラルネットワークの学習に要する
時間を削減するものである。
分散学習には大きく分けて 2つのアプローチがある。1つは、各計算機にネットワーク
モデルを複製し、それぞれのネットワークモデルに対して分割した訓練データを用いて並
列に学習を行うことで学習を高速化する「データ並列」である。もう 1つはネットワーク
モデルを複数の部分ネットワークモデルに分割し、各部分ネットワークモデルを並列に学
習することで 1つのネットワークモデルの学習を行う「モデル並列」である。モデル並列
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は単純に学習を高速化させる以外にも、1 つの計算機のメモリに収まらないサイズのネッ
トワークモデルを訓練する場合にも利用できる。
また、データ並列の中には同期型と非同期型というアプローチの違いがある。データ並

列ではそれぞれの計算機は別のデータセットを使って学習を進めているため、各計算機に
おける学習結果をまとめてニューラルネットワークのパラメータをアップデートする必要
がある。
一定の間隔で計算機同士の通信を行い、各計算機における学習結果の同期を行うことで

パラメータを管理し、ニューラルネットワークをアップデートしていくのが同期型であ
る。同期型でミニバッチ学習を実行している場合、各計算機はそれぞれに割り当てられた
別々のミニバッチを用いて学習を行う。そのため、各ステップで使用される訓練データの
量は、バッチサイズ ×計算機の台数となり、訓練データ全体を学習に使用するまでに必
要なステップ数も小さくなる。しかし、同期型の場合は各計算機の処理の足並みを揃える
ために、各計算機は全ての計算機がミニバッチを使用した学習を終えるまで次のステッ
プには進まない。そのため、学習に割り当てた GPUの性能に差があった場合、最も遅い
GPUに合わせて学習を行わなくてはならない。
同期型に対して、各ミニバッチに対して学習を行う計算機（クライアント）に加えてパ
ラメータサーバを用意し、パラメータサーバがパラメータを管理するのが非同期型であ
る。非同期型の場合、各クライアントはパラメータサーバから渡されたパラメータを使っ
て計算を行い、その学習結果をパラメータサーバに渡す。パラメータサーバがクライアン
トから集めた学習結果を用いてパラメータを適宜アップデートしていくため、プロセス間
の同期は必要ない。

1 台の計算機で数週間必要とする学習を分散学習によって１時間まで短縮した例もあ
り、近年の深層学習は GPU等のアクセラレータと分散学習を組み合わせた手法が主流と
なっている。そこで、本稿では多くの深層学習フレームワークがサポートしており、また
エンドユーザにも広く利用されている同期型のデータ並列学習を対象としている。

2.2 高性能計算環境
膨大な計算資源を必要とすることから、通常は高性能計算環境上で分散学習を実行する

ことが多い。高性能計算環境は、実際に計算を行う計算ノードの外部にストレージを有し
ているか否かで、計算に使用するファイルの扱い方が異なる。ここではその違いについて
説明する。

2.2.1 外部ストレージを有さないタイプ
外部ストレージを有さない高性能計算環境で用いられるファイルシステムの例として、

Gfarm ファイルシステムが提案されている [1]。Gfarm ファイルシステムでは、各計算
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図 2.3 外部ストレージを有する高性能計算環境の例

ノード上のローカルストレージをまとめて管理している。その上で各ローカルストレージ
上のファイルへのアクセスを全ての計算ノードから行えるようにすることで、ユーザは任
意の計算ノードから任意の計算ノード上のファイルにアクセスするができる。そのため、
Gfarm ファイルシステムを用いた場合、ユーザからはローカルストレージの総容量に匹
敵する大容量の共有ファイルシステムがあるかのように見える。
計算ノード上のローカルストレージは、計算ジョブごとの一時的な領域として提供され

るため、計算ジョブの実行のたびに、使用するファイルのコピーが必要となる。一方で、
高性能計算環境が外部ストレージを有する場合は、その外部ストレージ上に使用するファ
イルを配置しておくことで、計算ジョブ実行時のファイルコピーは不要となる。しかし、
外部ストレージを構成する分散ファイルシステムのバンド幅は、一般的にローカルスト
レージには及ばない。そのため、ローカルストレージ上にファイルが配置されている場合
の方が、アプリケーションのファイルアクセス時間は短い。
また、Gfarm ファイルシステムのような分散ファイルシステムが普及していない理由

として、データが各ストレージに分割されているためにデータ管理が難しく、システムを
スケールさせにくい、という点が挙げられる。

2.2.2 外部ストレージを有するタイプ
多くの高性能計算環境は計算ノードの外部に大容量のストレージを有しており、その外

部ストレージを用いて各計算ノード間でファイルを共有している。図 2.3 で示したよう
に、外部ストレージ上のファイルを使用してアプリケーションを実行する場合、計算ノー
ドから該当ファイルに直接アクセスする。外部ストレージは全ての計算ノードからアクセ
ス可能なため、ユーザはどの計算ノードからでも外部ストレージ上のファイルを使用した
アプリケーションの実行を行える。
なお、外部ストレージ上にあるファイルを使用して深層学習アプリケーションを実行す
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る場合は、アプリケーションは該当ファイルの読み込みのみを行う。そのため、そのよう
な環境で深層学習アプリケーションを実行する場合は、外部ストレージのファイル読み込
み性能が重要となる。

2.3 ファイル I/O競合
外部ストレージを有する高性能計算環境において、外部ストレージと各計算ノード間は

一般には InfiniBand等の高速・大容量な専用ネットワークで接続されており、これによ
り高いファイルアクセス性能を実現している。
しかしながら、複数の計算ノードが集中的にファイルアクセスを行う状況（例えば複数

のユーザが I/Oインテンシブなジョブを実行する状況）においては、外部ストレージに対
するアクセス競合が発生するため、ファイルアクセス性能が著しく低下し、ジョブの実行
時間は通常よりも大幅に増加してしまう。
外部ストレージを有する高性能計算環境上でデータ並列学習を行う場合、学習に使用す

る訓練データは、そのサイズの大きさから外部ストレージ上に配置されるのが一般的であ
る。その上で、計算ノードは外部ストレージ上に存在する該当訓練データを読み込みなが
ら学習を進める。そのため、ファイル I/O 競合によって外部ストレージに対するアクセ
ス性能が低下すると、学習に必要なファイルの転送に要する時間が増加し、学習時間全体
も増加してしまう。

2.4 ファイルステージング
ファイル I/O 競合による外部ストレージへのファイルアクセス性能低下の問題を緩和

する方法の 1 つとして、ファイルステージングが用いられている。ファイルステージング
の例を図 2.4に示す。ファイルステージングでは、アプリケーションが使用する外部スト
レージ上のファイルを、外部ストレージから各計算ノード上のローカルストレージ等の専
用のディスク領域にコピー（ステージイン）してから使用する。一般的にファイルステー
ジングによるファイルコピーは、アプリケーションの実行開始より先に実行され、そのコ
ピーが完了されるまではアプリケーションは開始されない。
また、アプリケーションの実行結果を上記のディスク領域へ出力し、実行終了時にディ

スク領域上のファイルを外部ストレージへコピー（ステージアウト）することで結果を外
部ストレージへ反映させる。

SSD などの外部ストレージよりも高速なメモリによって専用のディスク領域は構成さ
れることが多いため、ステージイン/ステージアウト処理が別途必要なものの、ステージ
ングを行うことでアプリケーションのファイルアクセス時間は短縮される。また、ステー
ジインを行ったアプリケーションは、実行中における外部ストレージへのアクセスが発生
しなくなるため、外部ストレージでの I/O 競合によるファイルアクセス性能低下の影響



2.4. ファイルステージング 11

図 2.4 ファイルステージング

リスト 1 ファイルステージングの例
1: cp $External_Dir/file $Local_Dir

2: ./a.out $Local_Dir/file $Local_Dir/results

3: cp $Local_Dir/results $External_Dir/results

を受けずにアプリケーションを実行できるようになる。
ファイルステージングにおけるステージイン/ステージアウトの処理は、通常はユーザ

によって明示的に指示する必要がある。これを実現する最も単純な方法はジョブスクリプ
ト内に上記の処理を記述することであり、多くの高性能計算サービスにおいて推奨されて
いる。
例として、Linuxの copyコマンドを使用してファイルステージングを行う場合のコー

ド例を、リスト 1 に示す。リスト 1 の 1 行目で、外部ストレージ上のファイルをローカ
ルストレージにコピーしている。２行目で入力と出力を指定するアプリケーションの実行
を行い、その結果出力されたファイルを、3行目でローカルストレージから外部ストレー
ジへコピーしている。この場合、外部ストレージからローカルストレージへのファイルコ
ピー（ステージイン）とアプリケーションの実行、及びローカルストレージから外部スト
レージへのファイルコピー（ステージアウト）は逐次的に行われることになる。
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2.5 先行研究
2.5.1 Catwalk

ファイルステージングに関する研究として、Linux向けのオンデマンドファイルステー
ジングシステムである、Catwalk が提案されている [6]。このシステムでは、glibc 内の
ファイルアクセスに関する関数をフックすることで、アプリケーション内でファイルアク
セスが発生した時に当該ファイルがステージインされているか否かを確認し、ステージイ
ンされていなかった場合はステージインした後にファイルを開くようにしている。これに
より、ユーザによるステージインに関する記述が不要となる。また、ステージイン時の
ファイルコピー処理をパイプライン化することにより、コピー処理がアプリケーション全
体の実行時間に及ぼす影響を軽減している。

Catwalkはアプリケーションの実行中にステージインを行う技術であるが、本研究とは
異なり、ファイルコピー時間の隠蔽を目的としたものではない。Catwalk では、アプリ
ケーション内でファイルアクセスが発生した時に当該ファイルのコピー処理を開始するた
め、当該ファイルのコピーが完了するまではアプリケーション実行が停止することにな
る。ファイルのコピー時間をアプリケーションの実行時間によって隠蔽するためには、ア
プリケーションの実行開始時に、実行に使用するすべてのファイルのコピーを開始する必
要がある。

2.5.2 ローカルストレージを用いた深層学習ファイル読み込み性能の改善
筑波大の先行研究 [12]では、ローカルストレージと外部ストレージの違いに着目し、訓

練データをローカルストレージに配置した場合と外部ストレージに配置した場合の 2種類
のデータ配置方法を組み合わせることで、深層学習における readI/Oに要する時間を短縮
する方法を提案している。外部ストレージからローカルストレージへのファイルコピーと
ローカルストレージ上のファイルの読み込み及びミニバッチ生成を分離することで、ファ
イルのコピーと学習に使用するミニバッチ生成を同時に行っている。
しかし、この先行研究はステージングにかかる時間の隠蔽を目的としていない。加えて

実装には Chainerを使用しており、TensorFlowを使用する本研究とはミニバッチ生成等
学習用データの作成に関する処理や学習に使用するファイルの形式が異なる。
また、学習に使用するファイルのコピーと学習用データの作成処理のみに手を加えてい

るため、実際に全てのファイルがコピーされた状態で学習を行った場合と同様の学習とは
ならない場合がある。
それに対し本研究では学習用データの作成処理に加えて学習の処理にも手を加え、それ

ぞれの処理の変更を上手くかみ合わせることで、実際に全てのファイルがコピーされた状
態で学習を行った場合と同様に学習となるように工夫する。
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加えて先行研究では各ミニバッチ毎にファイルのコピーと学習用データの作成を行って
いるため、ミニバッチ毎に学習用データの作成処理が呼び出される。本研究ではコピーが
完了しているファイルをまとめて学習用データとして処理することで、学習用データの作
成処理の呼び出し回数及びコピー状況の確認を極力減らすように工夫する。
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第 3章

実行時ファイルステージング

本章では提案手法である実行時ファイルステージングの概要とその実装について述
べる。

3.1 概要
深層学習アプリケーションの場合、学習に使用する訓練データファイルはアプリケー

ションの実行開始前に決まっていることが多い。また学習中は、アプリケーションの実行
開始直後に決めた順序にしたがって訓練データファイルの読み込みが繰り返し行われる。
そのため、一般的なアプリケーションとは異なり、深層学習アプリケーションにおいては
アプリケーションの実行開始直後に将来読み込まれるファイルの一覧とその順序を取得で
きる。
しかし 1.1で述べたように、従来のファイルステージングを使用し、ファイルコピーと

アプリケーション実行を逐次的に行っても、深層学習のような全実行時間に占めるファイ
ルアクセス時間の割合が大きいアプリケーションに対しては、I/O競合時にあまり効果が
ないという問題がある。
そこで本稿では、深層学習の実行とステージインを並列に行う実行時ファイルステー

ジングを提案する。2.4で述べた、従来のステージング手法と提案手法の違いを図 3.1に
示す。
従来のステージングでは、外部ストレージからローカルストレージへのファイルコピー

処理は、ジョブスクリプト内に記述するなど、アプリケーションの外部で呼び出され、学
習を行うアプリケーション本体とは逐次的に実行される（図 3.1上)。それに対して提案
手法では、深層学習アプリケーションの実行開始後にファイルコピー処理をアプリケー
ション内部から呼び出し、アプリケーション本体の実行と並行して所定の順序にしたがっ
てファイルコピーを行う（図 3.1下）。
また、アプリケーション本体はコピーが完了したファイルを用いて学習を行い、学習に

必要なファイルがコピーされていなければ同ファイルのコピーの完了を待つようにする。
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図 3.1 従来のステージングと提案手法の違い

リスト 2 従来のステージングにおけるジョブスクリプト内の記述
1: copy $External_Dir/file $Local_Dir

2: python Deep_Learning.py $Local_Dir/file

このように提案手法ではファイルコピーと学習をパイプライン並列で処理することによ
り、I/O競合時のファイルコピー時間を隠蔽する。そのため提案手法は、パイプライン並
列が実装できる環境を前提として実装を行っている。
上述のように提案手法では学習に必要なファイルのコピーが完了しているか否かの確認

をアプリケーション内部で行う必要があり、この処理が性能オーバーヘッドとなる。そこ
で提案手法では、このオーバーヘッドを削減するために、ファイルコピーの完了を確認す
る回数を極力減らす実装を行っている。同実装の詳細は次章で述べる。
従来のステージング手法とは異なり、提案手法はアプリケーションプログラムの変更が

必要である。ただし、提案手法では以上で述べた処理を深層学習フレームワークのメソッ
ドを拡張して実装することにより、プログラム変更の範囲を最小限にする工夫を行って
いる。

3.2 実装
本研究では、代表的な深層学習フレームワークであり、現在最も多くのユーザーに使

用されている TensorFlowに対して、提案手法の実装を行った。本節では、その詳細を述
べる。

3.2.1 ジョブスクリプトの記述
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リスト 3 提案手法におけるジョブスクリプトの記述
1: python Deep_Learning.py $Local_Dir $External_Dir/file

リスト 4 従来の深層学習プログラムの全体像
Input: data_dir:学習に使用するデータが置いてあるディレクトリ、all_epoch:エポッ
ク数

1: Make_Model

2: Make_Dataset

3: for i = 1 to all_epoch do

4: for j = 1 to all_step do

5: Train step(j)

6: end for

7: end for

従来のステージング方式を用いた場合のジョブスクリプトの記述をリスト 2に、提案手
法におけるジョブスクリプトの記述をリスト 3に示す。
従来のステージング方式では、外部ストレージ上のファイルをローカルストレージ上の

ディレクトリへコピーした後、コピーが完了したファイルを引数に深層学習アプリケー
ションを実行する。そのため、ジョブスクリプト内では、深層学習アプリケーションを実
行する記述の前に、ファイルコピーに関する記述が必要となる (リスト 2)。
それに対し提案手法では、ジョブスクリプト内にファイルのコピーに関する記述はせ

ず、コピー先であるローカルストレージ上のディレクトリとコピー元である外部ストレー
ジ上のファイルを引数に、深層学習アプリケーションを実行するよう深層学習アプリケー
ションの実行に関する記述も変更する (リスト 3)。

3.2.2 深層学習アプリケーションプログラムのメソッド構成
従来の深層学習プログラムの全体像をリスト 4に、提案手法を使用する深層学習プログ

ラムの全体像をリスト 5に示す。
先述したように、提案手法の大部分は TensorFlowのメソッドを拡張する形で実装され
ている。そのため、基本的にはプログラム内で呼び出すメソッドの一部を変更あるいは追
記するだけで、提案手法を利用できる。
エンドユーザによる追記と変更が必要なメソッドは、具体的にはリスト 5 内で赤文

字で示した、Make_File_List メソッド、Copy メソッド、 Make_Dataset メソッド、
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リスト 5 提案手法におけるプログラムの全体像
Input: external_dir:コピー元のディレクトリ、local_dir:コピー先のディレクトリ、

all_epoch:エポック数
1: Make_Model

2: Make_File_List(external_dir)//file_list（学習に用いるファイルのリスト）の作成
3: Copy(file_list from external_dir to local_dir)

4: for i = 1 to all_epoch do

5: if i == 1 then

6: while all_step番目の学習が完了するまで do

7: Make_Dataset

8: Training

9: end while

10: else

11: if i == 2 then

12: Make_Dataset

13: end if

14: Training

15: end if

16: end for

Trainingメソッドの 4 種類である。それぞれのメソッドは、学習に使用するファイルの
リストの生成、外部ストレージからローカルストレージへのファイルコピーを行うプロセ
スの生成、ローカルストレージへのコピーが完了したファイルから学習に使用するデータ
セットの作成とコピー完了の待ち合わせ、作成したデータセットを用いた学習の実行を
行う。

Make_File_Listメソッドと Copyメソッドはプログラムの初期化部分において一度だ
け呼び出される。一方、Make_Datasetメソッドと Trainingメソッドは通常は一度だけ
呼び出される処理であるが、提案手法ではファイルのコピー状況に応じてデータセットを
作成し直した上で学習を行う必要があるため、新たに追加したループ内（6∼9行目）で複
数回呼び出される。各メソッドの詳細は次節で述べる。
アプリケーション内でステージインを行うためには、ファイルのコピー元（外部スト

レージ）とコピー先（ローカルストレージ）のディレクトリのパスの情報が必要となる。
提案手法では入力引数を拡張してこれらの情報をプログラムに渡しており、したがって提
案手法を利用するエンドユーザは入力引数の拡張作業も行う必要がある。
従来の深層学習プログラムでは、Make_Datasetメソッドの処理 (リスト 4の 2 行目)
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リスト 6 Copyメソッド
Input: process_num:コピーを実行するプロセスの数、file_num:コピーするファイル
数、file_list:コピーする全ファイルのリスト

1: copy_check = Array(i,file_num)

2: for i = 0 to process_num do

3: make copy_file[] from file_list

4: Copy_Process(copy_file[],copy_check[])

5: end for

の中で、学習に使用するファイルの順序が決定され、同処理内で学習に使用するデータ
セット形式に変更される。Make_File_Listメソッド（リスト 5の 2 行目）では、その処
理の一部をそのまま利用することで、コピーするファイル名とコピーする順番を管理する
ためのリスト file_listを、コピー元のディレクトリの情報から作成している。
このリストの先頭のファイルからコピーすることで、コピーするファイルの順序を考慮

せずにコピーする場合と比べて、学習をより早く開始することができる。なお、 3行目の
コピーに関する処理と、4∼16行目の学習に関する処理はそれぞれ別のプロセスとして実
行することで、コピーと学習の同時実行を実現している。
なお、学習を数エポック繰り返す場合は、1 エポック目の学習が完了した時点で学習に

使用する全ファイルのコピーが完了している。そこで提案手法では、リスト 5の 11∼14

行目で示したように、2 エポック目開始時にコピーされた全てのファイルを用いてデータ
セットを作成し直し、それ以降は従来の学習と同様に学習を行うメソッドを一度だけ呼び
出す。その際に呼び出される、データセットを作成するメソッド及び学習を行うメソッド
に関しても、改良したMake_Datasetメソッドと Trainingメソッドを用いることができ
るように、2つのメソッドの実装を行った。

Copyメソッド
Copyメソッドの処理をリスト 6に、Copyメソッド内で作成される Copy_Processメ

ソッドの処理をリスト 7に示す。Copyメソッドでは、まず、コピーの完了状況を管理す
るための配列 copy_check[]を共有メモリ上に作成する（リスト 6の 1 行目）。 上記の配
列はコピーするファイルの総数と同じ要素数からなる int型の配列であり、各要素は対応
するファイルのコピーが完了しているか否かを表す。
上記の配列は生成時にすべての要素が 0（コピーが完了していない状態）に初期化され、

Copy_Process メソッド内でファイルのコピーが完了すると対応する要素の値を 1（コ
ピーが完了した状態）に変更する（リスト 7の 3 行目）。前述したように、Copy_Process

メソッドは学習を行うメインプロセスとは別プロセスで実行されるが、共有メモリ上に配
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リスト 7 Copy_Processメソッド
Input: copy_file[]:各プロセスに割り当てられたファイルのリスト、copy_check[]:コ
ピー状況を保存する配列

1: for i = 0 to len(copy_file[]) do

2: copy(copy_file[i])

3: change(copy_check[],copy_file[i])

4: end for

置することで両方のプロセスが上記の配列を参照できるようにした。
一方、Copy_Process メソッドでは、入力引数として渡されたリスト copy_file の情

報を元に、リストの先頭から順にファイルのコピーを行う（リスト 7 の 1∼4 行目）。
copy_fileは各プロセスがコピーを担当するファイルのリストであり、file_listの情報を
元に Copyメソッドが生成する（リスト 6の 3 行目）。例えば 10個のファイルを 2つの
プロセスを用いてコピーする場合、1つ目のプロセスでは 1、3、5、7、9番目のファイル
を、2つ目のプロセスでは 2、4、6、8、10番目のファイルを割り当てることで、file_list

の順序とほぼ同じ順序でコピーが完了することが期待できる。
このように Copy メソッド内でコピーを行うプロセスを複数生成し、学習に使用する

ファイルコピーを並列に行うことで、コピーに要する時間の削減を図っている。

Make_Datasetメソッド
Make_Datasetメソッドの処理をリスト 8に示す。Make_Datasetメソッドでは、コ

ピーが完了した訓練データファイルから、実際に学習で使用するデータセットの形式であ
る tf.data.Datasetを作成し、datasetとして返す。

Make_Datasetメソッドではまず、1行目で示したように、データセットを作成する前
に現在のファイルのコピー状況を確認する。そして学習を進めるのに必要なファイルのコ
ピーが完了していない場合は、該当ファイルのコピーが完了するまで待機する（4 行目）。
具体的には、このメソッドが最初に呼び出された時は学習を開始するのに必要なファ
イル（file_listの先頭のファイル）のコピーが完了しているかを確認し、2 回目以降に呼
び出された時は、次のデータセット作成に必要なファイル（file_list上で前回データセッ
ト作成時に使用した末尾のファイル以降のファイル）のコピーが完了しているかを確認
する。

7行目で示したように、現在コピーされているファイルを元に作成したデータセットを
用いて学習を行う場合、データセット作成の前に、学習を進めることが可能なステップ数
を表す check_stepを計算する。check_stepをMake_Datasetメソッドの返り値に追加
することで、後述する Trainingメソッドでは、check_stepで指定されたステップ数分の
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リスト 8 Make_Datasetメソッド
Input: data_dir:データをコピーするディレクトリ、skip_data:データをスキップする
場合のスキップ数

Output: dataset:学習に使用する tf.data.Dataset、check_step:何ステップまで学習で
きるか

1: if 必要なデータがコピー完了しているか確認 then

2: データセット作成に進む
3: else

4: コピー完了まで待機
5: end if

6: //データセット作成開始
7: コピー状況から check_stepを計算
8: if skip_data then

9: data_dir内のファイルを元に datasetを作成
10: dataset = dataset.skip(skip_data):skip_dataで指定した分のデータをスキップ
11: else

12: data_dir内のファイルを元に datasetを作成
13: end if

14: return dataset,check_step

学習を行う。
入力引数として skip_dataが与えられている場合、8∼11行目で示すように data_dir

内のコピーが完了したファイルと、入力引数として与えられた skip_dataを用いてデー
タセットを作成する。skip_dataはこれまでに作成したデータセットに含まれるデータ数
を表す変数である。これまでに作成したデータセットに含まれるデータを除外してデータ
セットを作成することにより、後述の Trainingメソッドでは学習を中断したステップの
次のステップからの学習を再開できる。

Trainingメソッド
Trainingメソッドの処理をリスト 9に示す。入力引数には、Make_Datasetメソッドの

返り値である datasetと check_stepに加え、学習を開始するステップを表す start_step

が渡される。これは、従来とは異なり、提案手法では学習を途中のステップから再開する
処理が必要なためである。

Training メソッドは、現在のデータセットで学習可能なステップまでの学習が終わる
と一旦学習を中断し、次のデータセットが作成された際はその次のステップから学習を



3.2. 実装 21

リスト 9 Trainingメソッド
Input: dataset:学習に使用するデータセット、check_step:何ステップまで学習できる
か、start_step:何ステップから学習を開始するか

Output: restart_step:何ステップから学習を再開するか
1: for i = start_step to check_step do

2: Train step(i)

3: end for

4: return restart_step = check_step + 1

再開する。このために、次に何ステップ目から学習を再開するかを表す restart_stepを
返り値としている。本メソッドの呼び出し元に返された restart_stepの値が、次に同メ
ソッドを呼び出す際の start_stepの値となる。
このように提案手法では Make_Dataset メソッドと Training メソッドを複数回呼び

出し、データセットの作成と学習の中断/再開を繰り返すことで、外部ストレージまたは
ローカルストレージにすべてのファイルが存在する場合と同じ順序で訓練データに対する
学習を行う。
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第 4章

実験

本章では実験環境及び実験方法について述べた後、実験結果について述べる。

4.1 実験環境
本研究では、提案手法の評価を東工大が運用するスーパーコンピュータ TSUBAME3.0

上で行った。本環境のシステム構成を表 4.1に、ノード構成を表 4.2に示す。表 4.1で示
したように、計算ノード上のローカルストレージ領域の他に、各計算ノードから直接アク
セス可能な高速・大容量の外部ストレージ領域を備えており、ファイルステージングを活
用した今回の実験に適している。
上記の環境上で TensorFlowを使用し、3つのニューラルネットワーク (自作した 3つ

の畳み込み層からなる CNN、AlexNet[7]、ResNet50[5])の学習を行うアプリケーション
を作成した。なお、今回使用した TensorFlowのバージョンは TensorFlow2.5.0であり、
訓練データファイルは ILSVRC の 2012 年大会で使われた ILSVRC2012 データセット
の学習用データ [3](データサイズ: 147.5GB 、画像枚数:約 120 万枚)を元に作成した。

4.2 実験方法
以下の 3つの実験を行った。なお、全ての実験は 1つの計算ノード内で 4つの GPUを

用いたデータ並列学習を実行した。また、高負荷時の実験は I/O インテンシブなジョブ
を、深層学習ジョブを実行している計算ノードとは別の計算ノードで実行することで、意
図的にファイル I/O が高負荷な状態を作り出して行った。具体的には、ファイルシステ
ムの Read/Write 速度の計測を行うアプリケーションである IOR を、計算ノードを 20

ノード使用して実行する計算ジョブを 1つ実行した。
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表 4.1 TSUBAME3.0のシステム構成

項目 詳細
総論理演算性能 12.15 PFLOPS

総ノード数 540

総主記憶容量 135TB

ネットワーク Intel Omni-Path, Full-bisection Fat Tree

表 4.2 TSUBAME3.0のノード構成

項目 詳細

CPU

プロセッサ名 Intel Xeon E5-2680 V4 x2

物理 (論理)コア数 14 (28)

動作周波数 2.4GHz

理論演算性能 425.6GFLOPS

Memory
容量 256GB

メモリ帯域幅 154GB/s

GPU

プロセッサ名 NVIDIA Tesla P100 x4

コア数 3,584

メモリ容量 16GB

メモリ帯域幅 720GB/s

理論演算性能 5.3TFLOPS（倍精度）
CPU-GPU間接続 PCI Express 3.0 (x16)

GPU間接続 NVLink (40GBx4)

4.2.1 実験 1：ファイル I/Oへの負荷と実行時間
ファイル I/Oへの負荷が低負荷時と高負荷時において、3つのニューラルネットワーク

の学習を行った。その際、バッチサイズを 128、エポック数を 1、訓練データファイルの
サイズを 147.5GBに固定した上で、ファイルステージングを行わずに実行した場合、従
来のファイルステージング方式を用いて実行した場合、提案手法を用いて実行した場合の
3つの方式を使用して実行時間を計測した。

4.2.2 実験 2：高負荷時におけるデータサイズと実行時間
ファイル I/Oへの負荷が高負荷時において、訓練データファイルのサイズを変更して 3

つのニューラルネットワークの学習を行った。その際、バッチサイズを 128、エポック数
を 1に固定した上で、ファイルステージングを行わずに実行した場合、従来のファイルス
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テージング方式を用いて実行した場合、提案手法を用いて実行した場合の 3つの方式を使
用して実行時間を計測した。

4.2.3 実験 3：高負荷時におけるエポック数と実行時間
ファイル I/Oへの負荷が高負荷時において、エポック数を変更して AlexNetの学習を
行った。その際、バッチサイズを 128、訓練データファイルのサイズを 147.5GBに固定
した上で、ファイルステージングを行わずに実行した場合、従来のファイルステージング
方式を用いて実行した場合、提案手法を用いて実行した場合の 3つの方式を使用して実行
時間を計測した。

4.3 実験結果
4.3.1 実験 1

低負荷時における、3つの方式による深層学習ジョブの実行時間を図 4.1に示す。なお、
従来のステージングを用いて深層学習ジョブを実行した場合の、ファイルのコピーに要す
る時間を除いた実行時間を、ステージングに要する時間を全て隠蔽できた理想値としてグ
ラフに載せている。
図 4.1に示したように、従来のステージングを用いて深層学習ジョブを実行した場合の

実行時間は、いずれのネットワークモデルの学習においても、他の 2つの方式と比べて長
いことが分かる。特に、学習時間が短いネットワークモデルであるほど増加率が大きく、
AlexNet の学習においては、ステージングを行わない場合に対しては約 60%、提案手法
に対しては約 56%、深層学習ジョブの実行時間が長いことが分かる。
これは、従来のステージングを用いて深層学習ジョブを実行する場合は、学習に使用す

るファイルのコピーを、実際に学習を行うアプリケーションを実行する前に行っており、
ファイルのコピーに要する時間が深層学習ジョブ全体の実行時間に含まれているためであ
る。提案手法もファイルのコピーを行っているが、ファイルのコピーと学習を行うアプリ
ケーションを同時に実行することにより、ファイルのコピーに要する時間を隠蔽できてい
ることが分かる。
また、提案手法の実行時間とステージングを行わない場合の実行時間を比較すると、い

ずれのモデルを使用した場合においても、ステージングを行わずに実行した場合の実行時
間の方が短いが、その差は最大でも約 3.3%であり、実行時間に大きな差がないことが分
かる。
ステージングを行わずに実行する場合は、学習に使用するデータセットを外部ストレー

ジ上のファイルを元に作成するため、学習を開始する際に学習に使用する全てのファイル
を元にデータセットを作成する。それに対し提案手法では、外部ストレージからローカル
ストレージへのコピーが完了したファイルを元にデータセットを作成する。
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図 4.1 各方式による深層学習ジョブの実行時間（低負荷時）

そのため、3.2で述べたように、提案手法では学習を開始するのに最低限な必要なファ
イルのコピーが完了するまで学習開始及びデータセットの作成を待機する。また、ファイ
ルのコピー状況によっては複数回データセットの作成を行うこともある。そのような待機
時間やデータセットを複数回作成する処理に要する時間が、提案手法の実行時間がステー
ジングを行わずに実行した場合の実行時間より長くなっている原因だと考えられる。
理想値とステージングを行わずに実行する場合を比較すると、実行時間の大きな差がな

いことが分かる。これは、TSUBAME3.0のネットワークが十分に高速なために、学習に
使用するファイルが外部ストレージに配置されていたとしても、ファイルがローカルスト
レージに配置されている場合と同等のファイルアクセス性能を有しているためであると考
えられる。
そのため、外部ストレージとローカルストレージのファイルアクセス性能に差がある環

境では、理想値とステージングを行わずに実行した場合の実行時間にも差が生まれる。そ
の上で、提案手法の性能をより高めることで、提案手法を用いた場合の実行時間は理想値
に近くなり、提案手法による効果も大きくなると考えられる。
次に、高負荷時における、3つの方式による深層学習ジョブの実行時間を図 4.2に示す。

図 4.1と図 4.2を比較すると、従来のステージングを用いて深層学習ジョブを実行した場
合の実行時間は、いずれのネットワークモデルの学習においても高負荷時に増加している
ことがわかる。その増加率は、3層の CNNの学習では約 18%、ResNet50の学習では約
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図 4.2 各方式による深層学習ジョブの実行時間（高負荷時）

22%、AlexNetの学習では約 15%と、使用するネットワークモデルに関わらず大幅に増
加している。これは、ファイル I/O競合によって、学習に使用するファイルのコピーに要
する時間が増加しているためである。
一方、ステージングを行わずに実行した場合の実行時間は、いずれのネットワーク

モデルの学習においても、低負荷時と比較してあまり増加していないことが分かる。
TensorFlowでは、学習に使用するデータセットの作成の作成の際に、作成に用いるファ
イルの読み込みを並列に行う機能がある。その機能を用いることで、I/O競合時における
外部ストレージから計算ノード上のメインメモリへのデータ転送への影響が低減されてお
り、実行時間が大きく増加していないのだと考えられる。
また、ステージングを行わずに実行した場合において、AlexNetを使用した場合の実行

時間は、3層の CNNと ResNet50を使用した場合と比較して I/O競合による影響が大き
いことが分かる。TesnsorFlow では、あるステップの学習中に次のステップで使用する
データを用意することで、データの転送及び前処理に要する時間を学習時間で隠蔽する機
能がある。今回の実装でもその機能を使用しているが、データの転送処理は I/O 競合の
影響を受けるため、I/O競合時にデータ転送の要する時間が増加する。それが各ステップ
の学習時間より長くなると、学習時間による隠蔽ができなくなり、実行時間全体の増加を
もたらす。そのため、学習時間が短い AlexNetを用いて実行した場合の方が、他のモデ
ルと比較して高負荷時に実行時間が増加しているのだと考えられる。
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提案手法を用いた場合の実行時間は、いずれのネットワークモデルの学習においても、
低負荷時と比較してあまり増加していないことも分かる。これにより、ファイル I/O 競
合によってファイルのコピーに要する時間が増加しても、提案手法によってファイルのコ
ピーに要する時間を隠蔽できていることが確認できる。
また、ステージング行わずに実行した場合と同様に、AlexNetを使用した場合の実行時

間は、他のモデルと比較して I/O競合時の影響が大きいことが分かる。提案手法では、コ
ピーが完了したファイルを元にデータセットの作成して学習を行う。そのため、ファイル
のコピーに要する時間が長くなるほど、学習中にファイルのコピーを待機する時間は長く
なる。
特に、学習時間が短い場合は、ファイルコピーの待機処理が発生する頻度及びデータ
セットを作成する頻度が多くなる。そのため、学習時間が短い AlexNetを用いて実行し
た場合の方が、上記の処理による実行時間の増加が起こりやすく、他のモデルと比較して
高負荷時に実行時間が増加しているのだと考えられる。
加えて、高負荷時においては、AlexNetを使用した場合の実行時間が、ステージングを
行わずに実行した場合と比較して僅かに短いことが分かる。I/O競合時において、学習時
間が短いほど影響が大きいのは、ステージングを行わずに実行した場合と提案手法を用い
た場合の両方に共通していることであるが、ステージングを行わずに実行した場合の実行
時間の増加より、提案手法を用いた場合の実行時間の増加の方が僅かに小さかったことが
要因であると考えられる。
理想値の値に注目すると、3 層の CNN、ResNet50 を使用した場合は、理想値とス
テージングを行わずに実行した場合の実行時間には大きな差がない。これは、先述した
TensorFlow の機能による I/O 競合時の影響の低減に加え、低負荷時と同様に外部スト
レージがローカルストレージと同等のファイルアクセス性能を有しているためであると考
えられる。
一方、AlexNetを使用した場合は、理想値とステージングを行わずに実行した場合の実
行時間には、約 24%の差が生まれている。これは、先述したように学習時間が短くなる
ほど I/O 競合時の影響が大きいためである。そのため、外部ストレージが高いファイル
アクセス性能を持っていたとしても、学習時間が短いネットワークモデルを使用する場合
は、提案手法の性能を高めることで、I/O競合時における提案手法の効果もより大きくな
ると考えられる。
また、外部ストレージとローカルストレージのファイルアクセス性能に差がある場合
は、I/O競合時にステージングを使用せずに実行する場合の実行時間は更に増加し、理想
値との差が大きくなると考えられる。そのため、そのような状況においても、提案手法を
用いた場合の効果がより大きくなると考えられる。
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図 4.3 高負荷時における訓練データファイルの総サイズと実行時間の関係 (AlexNet)

4.3.2 実験 2

高負荷時における訓練データファイの総サイズと実行時間の関係（AlexNet）を図 4.3

に、高負荷時における訓練データファイの総サイズと実行時間の関係（3層の CNN）を
図 4.4に、高負荷時における訓練データファイの総サイズと実行時間の関係（ResNet）を
図 4.5に示す。図 4.3、図 4.4、図 4.5より、ステージングを行わずに実行した場合、従
来のステージングを用いて実行した場合、提案手法を用いて実行した場合のいずれにおい
ても、使用したモデルに関わらずデータセットのサイズに比例して実行時間が増加してい
る。深層学習アプリケーションの学習時間は学習に使用する訓練データのファイルサイズ
に比例するため、ステージングを行わずに実行した場合と提案手法を用いて実行した場合
は、実行時間全体の中で学習時間の割合が極めて大きいため、ファイルサイズに比例して
実行時間が増加すると考えられる。
加えて、従来のステージング方式を用いて実行した場合、学習開始前に学習に使用する

ファイルのコピーを行うが、そのファイルコピーに要する時間も使用する訓練データの
ファイルサイズに比例する。そのため、従来のステージング方式を用いて実行した場合に
おいても、ファイルサイズに比例して学習時間が増加すると考えられる。
提案手法を用いて実行した場合、使用したモデルに関わらずファイルのコピーに要する

時間を隠蔽できていることが確認できる。提案手法を用いた場合、深層学習アプリケー
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図 4.4 高負荷時における訓練データファイルの総サイズと実行時間の関係 (3層の CNN)

ションの実行と並行して学習に使用するファイルのコピーを行う。そのファイルコピーの
処理に要する時間も使用する訓練データのファイルサイズに比例するが、先述したように
学習に要する時間も同様に比例するため、訓練データのファイルサイズに関わらず、提案
手法によってファイルのコピーに要する時間の隠蔽ができているのだと考えられる。
ステージングを行わずに実行した場合、使用したモデルに関わらず実行時間が提案手法

と大きく変わっていないことが分かる。これは、4.3.1で述べたように、Tensorflowが持
つ機能を用いて学習に使用するファイルの読み込みを並列に行うことによって、I/O競合
時のデータ転送への影響が低減されているためであると考えられる。
また、AlexNetを用いて実行した場合の、ステージングを行わずに実行した場合の実行
時間と提案手法を用いて実行した場合の実行時間を比較すると、訓練データファイルの総
サイズが 147.5[GB]の時には、提案手法を用いた場合の実行時間が、ステージングを行わ
ずに実行した場合の実行時間より僅かに短いことが確認できる。これは、4.3.1の高負荷
時のデータと同様のデータであるため、4.3.1で述べたように、I/O競合時において、ス
テージングを行わずに実行した場合の実行時間の増加より、提案手法を用いた場合の実行
時間の増加の方が僅かに小さかったことが要因であると考えられる。
しかし、訓練データファイルの総サイズが 71.8[GB]の時と 295.1[GB]の時は、ステー
ジングを行わずに実行した場合の実行時間の方が、提案手法を用いて実行した場合の実行
時間より僅かに短いことが分かる。この場合は、先程とは逆に提案手法を用いた場合の実
行時間の増加より、ステージングを行わずに実行した場合の実行時間の増加の方が僅かに
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図 4.5 高負荷時における訓練データファイルの総サイズと実行時間の関係 (ResNet50)

小さかったことが要因であると考えられる。
上記のような結果となった原因として、高性能計算環境で深層学習アプリケーションを

実行する場合、自分が実行したジョブ以外にも、他のユーザによって実行されたジョブ等
様々な要因の影響によって、I/O競合時における外部ストレージへのアクセス時間にばら
つきが発生することが挙げられる。それが要因となり、深層学習アプリケーションの実行
時間に加えて、提案手法の効果にもばらつきが生じると考えられる。その結果、ファイル
ステージングを行わずに実行した場合の実行時間と提案手法を用いて実行した場合の実行
時間の関係が、訓練データファイルの総サイズとは関係なく変化している、という結果が
得られたと考えられる。
理想値の値に注目すると、3層の CNN、ResNet50を使用した場合は、理想値とステー

ジングを行わずに実行した場合の実行時間及び提案手法の実行時間には大きな差がない
が、AlexNetを使用した場合は上記の 2つの方式の実行時間と理想値に差が生じている上
に、データセットが大きいいほどその差が大きくなり、最大で約 28%の差（訓練データ
ファイルの総サイズが 295.1[GB]の場合の理想値と提案手法）があることが分かる。これ
は、学習時間短くなるほど I/O 競合時の影響が大きくなることに加え、訓練データファ
イルの総サイズが大きくなるほど、I/O競合の影響を受けるファイルの転送回数が増え、
I/O競合時により実行時間が増加するためであると考えられる。
そのため、提案手法の効果を高めることで、学習に使用する訓練データファイルの総サ
イズが大きくなった場合に、I/O競合時における提案手法による効果がより大きくなると
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図 4.6 高負荷時におけるエポック数と実行時間の関係 (AlexNet)

考えられる。また、外部ストレージとローカルストレージのファイルアクセス性能に差が
ある場合では、使用する訓練データファイルのサイズが大きくなるほど、ステージングを
行う場合と行わない場合に、深層学習アプリケーションのファイルアクセス時間に差が
生まれ、理想値との差が大きくなると考えられる。そのため、そのような環境において
は、訓練データファイルのサイズが大きいほど提案手法による効果が大きくなると考えら
れる。

4.3.3 実験 3

高負荷時におけるエポック数と実行時間の関係（AlexNet）を、図 4.6に示す。図 4.6

により、従来のステージングを用いて実行した場合の実行時間は、いずれのエポック数に
おいても他の 2つの方式と比較して長いが、その差分はエポック数に関わらず一定である
ことが分かる。
従来のステージングを用いて深層学習ジョブを実行する場合、学習に必要なファイルの

コピーはエポック数に関わらず学習開始前に一度だけ行われる。その処理に要する時間
が、他の 2つの方式と比較した際の実行時間の差であるため、エポック数に関わらず実行
時間の差分が一定であると考えられる。
また、いずれのエポック数においても、提案手法によってファイルのコピーに要する時

間の隠蔽ができていることも確認できる。提案手法を用いて実行する場合、学習に使用す
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表 4.3 エポック数と実行時間倍率

2 3 4 5 6 7 8 9 10

ステージングなし 1.81 2.60 3.40 4.16 4.93 5.72 6.52 7.30 8.23

従来のステージング 1.70 2.19 2.83 3.25 3.83 4.29 4.90 5.34 5.86

提案手法 1.78 2.64 3.44 4.25 5.07 5.90 6.75 7.50 8.27

るファイルのコピーと学習を同時に行うのは 1 エポック目だけである。そのため、1 エ
ポックだけの実行で、ファイルのコピーに要する時間が学習時間によって十分に隠蔽でき
ているならば、エポック数がどれだけ大きくなったとしても、提案手法によってファイル
のコピーに要する時間の隠蔽ができると考えられる。
次に、1エポック時の実行時間を 1とした場合のエポック数と実行時間の倍率を表 4.3

に示す。表 4.3で示したように、いずれの方式を使用した場合でも、エポック数が増加す
るに連れて実行時間が増加しているが、ステージングを行わずに実行した場合と提案手法
の場合の実行時間倍率と従来のステージングを用いて実行した場合の実行時間倍率が異
なっていることが分かる。
ステージングを行わずに実行する場合と、提案手法を用いて実行する場合では、実行時

間がエポック数に比例して増加する。それに対し、従来のステージング方式を用いて実行
する場合は、何エポック学習するかに関わらず、学習に使用するファイルのコピーが学習
開始前に発生する。その上、ファイルのコピーに要する時間は I/O 競合時に増加するた
め、エポック数に比例せずに学習時間が増加していると考えられる。
ステージングを行わずに実行した場合の実行時間と、提案手法を用いて実行した場合の

実行時間を比較すると、いずれのエポック数においても、提案手法を用いた場合の実行時
間のほうが僅かに短いことが分かる。1エポックの時のデータは、4.3.1及び 4.3.2と同様
のデータであるので、4.3.1、4.3.2で述べた場合と同様に、I/O競合時において、ステー
ジングを行わずに実行した場合の実行時間の増加より、提案手法を用いた場合の実行時間
の増加の方が、今回の計測では僅かに小さかったことが要因であると考えられる。
提案手法を用いて実行した場合、先述したようにファイルのコピーと学習を同時に行う

のは 1エポック目だけであり、2エポック目以降は、ローカルストレージ上にコピーされ
たファイルを使用して学習を行う。そのため、I/O競合時に影響を受けるのは 1エポック
目だけである。
それに対しステージングを行わずに実行した場合は、何エポック目の学習でも外部スト

レージ上のファイルを使用して学習を行う。そのため、何エポック目であっても I/O 競
合による影響を受けてしまう。その結果、2エポック目以降の学習では、提案手法を用い
て実行した場合の実行時間の方が、ステージングを行わずに実行した場合の実行時間より
短くなったのだと考えられる。
理想値の値に注目すると、エポック数が増加しても、理想値と提案手法の実行時間の差
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は大きくなっていない。提案手法の場合、2エポック目以降はローカルストレージ上にコ
ピーされたファイルを使用して学習を行う。そのため、理想値との差は 1エポック目に発
生した差と同等であり、エポック数が増加しても差が大きくならないと考えられる。
一方、ステージングを行わずに実行した場合は、上述したように常に外部ストレージ上
のファイルを使用するため、何エポックであっても I/O競合の影響を受ける。そのため、
今回計測したエポック数以上のエポック数となる場合、理想値との差はエポック数の増加
に合わせて大きくなっていくと考えられる。
また、外部ストレージとローカルストレージのファイルアクセス性能に差がある場合に
は、エポック数が増加するにつれて、理想値とステージングを行わずに実行した場合の実
行時間の差は更に大きくなると考えられる。そのためそのような環境においては、学習す
るエポック数が大きくなるほど提案手法による効果が大きくなると考えられる。
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第 5章

結論

本章では本稿のまとめ及び今後の展望を述べる。

5.1 まとめ
外部ストレージを有する高性能計算環境では、その外部ストレージを通して各計算ノー

ド間でファイルを共有している。そのような環境で複数の計算ノードが集中的にファイル
アクセスを行う状況になると、外部ストレージに対するアクセス競合が発生し、ファイル
アクセス性能が著しく低下する。
ファイルのコピーとアプリケーションの実行を逐次的に行う従来のステージング方式

は、I/O競合が発生してファイルアクセス性能が低下した状況において、深層学習アプリ
ケーションのように全実行時間に占めるファイルアクセス時間の割合が大きいアプリケー
ションに対してあまり効果的ではない。
そこで本研究では、深層学習アプリケーションと並行してファイルのコピーを行う、実

行時ファイルステージングを提案した。ステージングを行わずに実行した場合、従来のス
テージング方式を用いて実行した場合、提案手法を用いて実行した場合の 3つの方式で深
層学習ジョブの実行時間を比較した。その結果、従来のステージング方式を用いた場合に
対して、I/O競合の発生の有無に関わらず、提案手法によりファイルのコピーに要する時
間が隠蔽されていることが確認できた。
ステージングを行わずに実行した場合も、TesnsorFlowの機能を活用し、学習に使用す

るデータセットの作成に使用するファイルの読み込みを並列に行うなど、I/O競合のよる
データ転送に対する影響を軽減することで、従来のステージングを用いた場合と比較し
て、I/O競合時であっても実行時間が大きく増加しないことが確認できた。
ただし、AlexNetのように学習時間が短いネットワークモデルを使用する場合や、学習

に使用する訓練データファイルのサイズが大きい場合は、I/Oへの負荷による影響を受け
やすくなり、I/O競合時に実行時間が増加していることが確認できた。
また、高性能計算環境で深層学習ジョブを実行する場合、他のユーザによって実行され
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表 5.1 低負荷時における 1エポックの実行時間 [s]

ResNet50 AlexNet

今回の実装 1,752 683

TensorFlow1.12による実装 1,033 203

たジョブ等様々要因の影響によって、I/O競合時における外部ストレージへのアクセス時
間にばらつきが発生する。その結果、ファイルステージングを行わずに実行した場合と提
案手法用いて実行した場合の実行時間にもばらつきが生じ、状況に応じて提案手法による
効果も一定ではないことが確認できた。
ただし、学習を数エポック繰り返す場合に、ステージングを行わずに実行した場合にお

いては、何エポック目であっても I/O競合の影響を受ける。それに対し、提案手法を用い
て学習を数エポック繰り返す場合は、I/O競合時に影響を受けるのは 1エポック目だけで
ある。そのため、AlexNetを用いて学習を数エポック繰り返す場合の実行時間を比較する
と、提案手法を用いて実行した場合の方が、ステージングを行わずに実行した場合より、
I/O競合時に実行時間が短くなることが確認できた。
加えて、今回の実験環境である TSUBAME3.0 では、計算ノードと外部ストレージを

結ぶネットワークが十分に高速なため、外部ストレージとローカルストレージでファイル
アクセス性能に大きな差がなく、ステージングを行わずに実行した場合の学習時間と、ス
テージングを行って実行した場合の学習時間にも差が生まれなかった。
そのため、外部ストレージとローカルストレージのファイルアクセス性能に差がある環

境では、上記の 2つの方式を用いた場合の学習時間に差が生まれ、I/O競合時にファイル
ステージングを行わずに実行する場合は、更なる実行時間の増加が予想される。そのよう
な環境では、提案手法の効果がより大きくなると考えられる。

5.2 今後の展望
実行時間全体に占めるファイルコピー以外の処理時間の割合、特に学習時間短くなるほ

ど提案手法の効果は大きくなると考えている。特に、5.1に示した TensorFlow1.12を使
用した場合の ResNet50及び AlexNetの学習時間と比較すると、今回の実験で使用した
深層学習アプリケーションの学習時間は、さらなる短縮が可能だと考えられる。
そこで、今回実装した深層学習アプリケーションの学習処理のチューニングを行い、深

層学習アプリケーション自体の実行時間を削減することで、提案手法を実行した場合の効
果をより高める予定である。
また、提案手法の実装に関しても最適化を行うことで、実行時間の短縮及び提案手法の

効果の増大を図る予定である。今回の提案手法では、学習中にコピーが完了したファイル
を元に学習の中断と再開を繰り返す。学習を再開する際にデータセットを作成し直すが、
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今回の実装ではコピーが完了しているファイル全ての読み込みを行った後、学習に使用し
たデータをスキップするという処理を行っている。
上記の処理を、1つのファイル内にあるデータ数を元に計算を行うなど、データセット

を作り直す際に読み込むファイルを適切に設定することで、データセットの作成処理に要
する時間の短縮を図る予定である。
また、提案手法では現在コピーされているファイルで学習可能なステップまで学習を

行った後、次のステップに進むのに必要なファイルのコピーが完了するまで学習を開始を
待機し、コピーが完了したらデータセットを作成し直して学習を次のステップに進める。
今回の実装では、ファイルのコピー完了を待機する際、学習を 1ステップでも進めること
ができるなら学習を再開する。
しかし、1ステップしか学習を進められない状況で学習を再開してしまうと、1ステッ

プ学習を進めるだけでまたファイルコピーの待機処理およびデータセットの作成処理が発
生してしまう。そのようにファイルのコピーに対して学習が追いついてしまう状況では、
ファイルコピーの待機処理及びデータセットの作成処理が頻繁に発生し、それが実行時間
全体の増加を招いてしまうと考えている。
そこでファイルコピーの待機処理に関して、1ステップだけでも進めるなら学習を再開
するのではなく、複数ステップ学習を進めることが可能となるまで待機するようにするな
ど、待機処理及びデータセットの作成処理が呼び出される頻度の最適化を行うことで、実
行時間の短縮化を行えると考えている。
加えて、今回の実験では、単一ノード内で複数の GPUを用いてデータ並列学習を行っ
ているが、複数のノードを用いてさらに多くの GPUを使用したデータ並列学習を行うこ
とで、学習時間をさらに短縮できると考えている。
また、I/Oへの負荷を変更した場合に、3つの方式を用いて実行時間の計測を行うこと

で、I/Oへの負荷が大きくなった場合の提案手法の効果を確かめる予定である。他にも、
3層の CNNと ResNet50を用いた場合でもエポック数を変更して計測を行うなど、より
様々な状況でのデータを取る予定である。加えて、外部ストレージとローカルストレージ
のファイルアクセス性能に差がある環境で実験を行うことで、先述した考察内容の裏付け
も行う。
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