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Abstruct

In X-ray CT image reconstruction, faster reconstruction speed enables

quicker diagnosis, more accurate reconstruction and less noise makes it more

difficult to miss diseases, and fewer X-rays reduce the burden on the patient.

Therefore, research is being conducted to speed up the reconstruction, im-

prove the accuracy, and reduce the amount of X-ray irradiation, respectively.

The FBP method, which is a conventional direct method, is fast, but has

the problem that it cannot be reconstructed when the number of X-rays is

reduced and the noise becomes large. The iterative approximation method,

which is another conventional algebraic method, can reduce the number of

X-rays, but has the problem of slow reconstruction speed due to the iter-

ative operation. In order to overcome these problems, CT reconstruction

methods combining existing methods with deep learning methods have been

proposed in recent years. For example, a method that removes noise from

an image reconstructed by the FBP method using a deep learning model,

and a method that replaces each step of the iterative approximation method

with a deep learning model have been proposed as a combination of deep

learning and existing methods. However, these methods are slower than

the existing methods in terms of reconstruction speed because they com-

bine deep learning with the existing methods. In this study, we proposed a

model that can recover reconstructed images directly using only deep learn-

ing models (Stacked U-Net) without combining with existing methods. In

addition, one of the challenges in medical applications of deep learning is

that there are few images for training due to patient privacy issues. If the
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number of training images is small, the accuracy of the deep learning model

cannot be improved, and it is inferior to existing methods. To solve this

problem, we proposed to use natural images for training. We showed that

the model trained on natural images can recover medical images, and out-

performed existing methods when the amount of X-ray irradiation is small.

We also tried to solve the problem of the small number of images for training

by using a different approach. In order to increase the amount of training

data, there is a conventional method called data augmentation, which adds

more modified data to the original training data to increase the amount of

training data. In the conventional method, if the amount of modification

is too large, correct learning cannot be achieved, so it is not possible to

create more data than the original data. In contrast, we have proposed a

method called interlayer augmentation. This is a method of augmenting

data in a batch and in the middle of a model in batch learning, and the

data can be augmented by a power depending on the number of layers in-

serted into the model. We proposed batch generalization (BG) and random

BG (RBG) as specific algorithms, and applied them to a classification task,

and showed that they improved the accuracy in learning from scratch. In

addition, Stacked U-Net has the advantage that the accuracy is improved

by simply stacking U-Net and is easy to create. On the other hand, if the

number of stacks is increased too much, the accuracy deteriorates. In or-

der to solve this problem, we focused on the skip-connection of the stacked

U-Net and proposed a structure in which high frequency components can

propagate easily. As a result of experiments with the proposed structure

and increasing the number of stacks, we were able to construct a model that

is resistant to the deterioration of accuracy due to the increase in the num-

ber of stacks. The method presented in this study is expected to be used

for the development of CT equipment that enables rapid diagnosis with a

small amount of X-ray exposure. In the future, it is necessary to improve

the accuracy of the model by integrating the above methods and to evaluate
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the optimal image reconstruction method combined with AI diagnosis.



4

概要

X線 CT画像再構成では再構成速度が早ければ素早く診断ができる，再構成精度

が良くノイズが少なければ，疾病の見逃しがしづらくなる，X線照射数が減れば患者

の負荷が減る．といった点があるためそれぞれ再構成速度を早くし，精度を良くし，

X 線照射量を減らす研究が行われている．従来手法の直接的手法である FBP 法で

は，計算速度は速いものの，X 線照射数を減らすと復元できない，ノイズが大きく

なるという課題がある．別の従来手法の代数的手法である逐次近似法では X線照射

数を減らすことができるが，繰り返し演算を行うため，再構成速度が遅くなるといっ

た課題がある．それらの課題を克服するために，近年既存手法とディープラーニング

手法と組み合わせた CTの再構成手法が提案されている．ディープラーニング手法

と既存手法を組み合わせたものとして，FBP法により再構成された画像からディー

プラーニングのモデルによりノイズを除去する手法や，逐次近似法の各ステップを

ディープラーニングモデルに置き換える手法が提案されている．しかしこれらは既存

手法に加えてディープラーニングをさらに組み合わせているという点においてどうし

ても既存手法より再構成速度が遅くなってしまうという課題がある．そのため本研究

では既存手法との組み合わせなしにディープラーニングのモデルだけで直接再構成画

像を復元するモデル (Stacked U-Net)を提案した．またディープラーニングの医療

適用上の課題として患者のプライバシーの問題から学習用画像が少ないという課題が

ある．学習用画像がすくないとディープラーニングモデルの精度を上げることがで

きず，既存手法に劣ってしまう．我々はこの課題に対して自然画像を用いて学習す

ることを提案した．自然画像で学習を行ったモデルにおいても，医療用画像が復元

できることを示し，X 線照射量が少ない場合において，既存手法より優れた結果を

示した．また，学習用画像が少ないという課題に対して，別のアプローチでも解決

を狙った．少ないデータを増やすためには従来手法として data augmentation と
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いう，元の学習データに対して，修正を行ったデータをさらに加えることにより学

習データを増やす手法がある．従来手法はあまりに修正量が大きいと正しい学習が

できなくなるため，元のデータ数を大きく超えた数のデータを作ることはできない．

これらに対し Interlayer augmentationという手法を提案した．これはバッチ学習

においてバッチ内かつモデルの途中で dataを augmentする方法で，モデルに挿入

するレイヤの数に応じて data をべき乗で増やすことができる．具体的なアルゴリ

ズムとして batch generalization (BG)と random BG (RBG)を提案し，クラ

ス分類タスクに適用し，1からの学習において精度が向上することを示した．また，

Stacked U-Netは U-Netを stackするだけで精度が良くなり，作成が簡単といっ

た利点がある．一方 stack数を増やしすぎると，精度が悪化していく．この課題を

解決するために，Stacked U-Netの skip-connectionに着目し，高周波成分が伝搬

しやすい構造を提案した．提案した構造に対して stack 数を増やした実験を行った

結果，stack数の増加による精度悪化に耐性のあるモデルが構築できた．本研究で示

した手法により，少ない X線被ばく量で迅速に診断ができる CT機器の開発が期待

できる．今後，上記の手法を統合しよりモデルの精度を高める，AI診断と組み合わ

せた最適な画像再構成法の評価を行うといったことが課題である．
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第 1章

序論

本章では，まず背景として CT再構成の説明とその課題を示す．次にディープラー

ニングを従来手法に組み合わせて適用した時の課題を合わせて説明する．最後に研究

の目的と貢献，論文の構成を説明する．

1.1 研究の背景

X線 CT画像再構成では再構成速度が早ければ素早く診断ができる．再構成精度

が良くノイズが少なければ，疾病の見逃しがしづらくなる．X線照射数が減れば患者

の負荷が減る．といった点があるためそれぞれ再構成速度を早くし，精度を良くし，

X線照射量を減らす研究が行われている．

X線 CT画像再構成は，X線検出器を様々な角度で対象物に照射して撮影したサ

イノグラム画像から，断面画像を再構成する処理のことである．投影とは，発生器で

図 1.1: Overview of CT Reconstruction.

作られた X線を対象物に照射し，反対側の検出器で撮影することである．対象物を
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さまざまな角度で投影し，各角度で得られた画像を組み合わせてサイノグラムを構成

する．検出器の数と投影角度によって，サイノグラム画像の座標が決まる．検出器に

観測された X線の強度は，対象物の性質に応じて特定の範囲で減衰する．減衰の程

度は、X線の経路上にある物体の特性に依存する。例えば、X線の通り道に骨や他

の障害物があると，検出器で検出される X線の強度はそれに応じて減衰する．つま

り検出器は，X線の通り道にある物体の X線吸収の結果を積算して観測する．この

ようにして得られたサイノグラム画像をもとに，X線 CT画像再構成により，対象

物の分布を表す断面画像を得ることができる．

X 線 CT 画像再構成には，大きく分けて「直接法」と「逐次近似法」の 2 つ

の方法がある．直接法は，FBP（Filtered Back-Projection）法が代表的アルゴ

リズムとして存在する．逐次近似法としては SART（Simultaneous Algebraic

Reconstruction Technique）がある．直接法と逐次近似法は，計算コスト，ノイ

ズ，アーティファクトの点で違いがある．

1.2 直接法の課題

直接法は解析的手法でありは計算コストが低いが，再構成時の投影回数が不足する

と，得られる画像のノイズやアーチファクトが増えてしまう．

代表的な手法である FBP法は，フィルタ計算とフーリエ逆変換を組み合わせた解

析的な手法であり，様々な CT装置に採用されている．しかし，ナイキスト周波数

以下の投影結果に FBP法を適用すると，再構成された断面画像に顕著なアーチファ

クトとノイズが発生する．例えば，肥満の患者の CT画像には大きなノイズが乗り，

石灰化やステントはブルーミングアーチファクトを，金属インプラントや骨構造はス

トリークアーチファクトを引き起こす．そのため，ノイズを減らす研究が行われて

いる．

1.3 逐次近似法の課題

逐次近似法は低ノイズ，低アーチファクトの結果を得ることができるが，計算コス

トが直接法に比べ高い．

逐次近似法は代数的手法であり，初期値を反復的に修正しながら問題の解に近づい
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ていくことで解を求める．この方法では，断面画像のスパース性を考慮しているため，

ナイキスト周波数以下の場合でもアーチファクトやノイズを低減することができる．

しかし，この方法では繰り返し演算を行う必要があるため，計算コストが高くなっ

てしまう．逐次近似法には代表的なものとして SART 法や ML-EM（Maximum

Likelihood- Expectation Maximization）法がある．

医療分野では，X線が患者に与える影響を抑えるために，投影回数をできるだけ少

なくする必要がある．そのため、近年では逐次近似法の開発が活発に行われている．

臨床の現場に適応するために，計算コストと再構成に要する時間を短縮する研究が行

われている [2, 3]．逐次近似法による再構成に要する時間は，10～90分程度である．

これでは緊急性の高い患者には使えない．しかし，肥満の患者など診断が難しいとさ

れる患者からも，ノイズが少ない画像を獲得できる．さらに放射線量を減らすこと

で，肺がんや大腸がん，小児の画像診断などのスクリーニング検査などへの応用が期

待できる [4]．もちろん COVID-19のスクリーニング検査においても患者の負担軽

減につながる．

1.4 従来手法とディープラーニングの組み合わせ

上記 FBP 法や SART 法の課題を克服するために，既存手法とディープラーニ

ング手法と組み合わせた CTの再構成手法が提案されている．ディープラーニング

手法と既存手法を組み合わせたものとして，FBP 法により再構成された画像から

ディープラーニングのモデルによりノイズを除去する手法や，逐次近似法の各ステッ

プをディープラーニングモデルに置き換える手法が提案されている．

1.4.1 ディープラーニングを組み合わせることによる課題

上記手法は既存手法の弱点をディープラーニングによりカバーする手法だが，既存

手法に加えてディープラーニングの計算を実施するという点において，既存手法より

も再構成の速度が遅くなってしまうのが課題である．またディープラーニングの医療

適用上の課題として患者のプライバシーの問題から学習用画像が少ないという課題が

ある．ディープラーニングは単に画像を多くするだけで精度が上がっていくという利

点がある一方，学習用画像がすくないと精度を上げることができず，既存手法に劣っ
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てしまう．

図 1.2: Issues CT resonstructions and algorithm correspondence.

図 1.3: Issues deeplearning for medical and correspondence.

1.5 研究の目的と貢献

本研究の目的は CTの再構成において X線投影数が少なく，短時間で再構成でき

る手法を作成し，診断を患者の負荷を少なく実行できるようにすることである．特に

今後発展する可能性の高い AI診断に有用な手法をめざした．

既存手法にはそれぞれ課題があるが，以下に示すように課題に取り組んだ．
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既存手法とディープラーニング手法の組み合わせでは，再構成の速度が既存手法よ

り遅くなるという課題に対しては，ディープラーニングのモデル (Stacked U-Net)

だけで直接再構成画像を復元できることを示した．またディープラーニングの医療適

用上の課題である患者のプライバシーの問題から学習用画像が少ないとういう課題に

対しては自然画像を用いて学習することを提案した．自然画像で学習を行ったモデル

においても，医療用画像が復元できることを示し，X 線照射量が少ない場合におい

て，既存手法より優れた結果を示した．

また，学習用画像が少ないという課題に対して，別のアプローチでも解決を狙っ

た．少ないデータを増やすためには従来手法として data augmentationという，元

の学習データに対して，修正を行ったデータをさらに加えることにより学習データを

増やす手法がある．従来手法はあまりに修正量が大きいと正しい学習ができなくなる

ため，元のデータ数を大きく超えた数のデータを作ることはできない．これらに対し

Interlayer augmentationという手法を提案した．これはバッチ学習においてバッ

チ内かつモデルの途中でデータを augment する方法で，モデルに挿入するレイヤ

の数に応じてデータをべき乗で増やすことができる．具体的なアルゴリズムとして

batch generalization (BG)と random BG (RBG)を提案し，クラス分類タスク

に適用し，1からの学習において精度が向上することを示した．

また，Stacked U-Netは U-Netを stackするだけで精度が良くなり，作成が簡

単といった利点がある．一方 stack数を増やしすぎると，精度が悪化していく．こ

の課題を解決するために，Stacked U-Netの skip-connectionに着目し，高周波成

分が伝搬しやすい構造を提案した．提案した構造に対して stack 数を増やした実験

を行った結果，stack数の増加による精度悪化に耐性のあるモデルが構築できた．

本研究で示した手法により，少ない X線被ばく量で迅速に診断ができる CT機器

の開発が期待できる．

1.6 論文の構成

本論分は全 6章から構成構成される，以下に各章の概要を述べる．

第 1章「序論」では，本研究の背景として CT再構成およびその課題を示し，本

論分の目的，構成を述べた．
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第 2章「研究背景」では本研究の前提となる CT再構成の原理と典型的な再構成

手法である FBP法，SART法，ML-EM法について整理した．

第 3章「Stacked U-NetによるCT再構成」では Stacked U-Netにより従

来手法との組み合わせなしに，ディープラーニングのモデルだけでダイレクトに再

構成ができることを示した．医用領域にディープラーニングを適用する際の課題と

して，学習用データが集めにくいという課題があるが，自然画のデータセットによ

り再構成を学習させることによりこれを解決した．医用画像での評価の結果 FBP，

SART，TV-norm，FBP U-Net，DD-Netと比べて低投影数の時に優れた結果を

示した．また画像の評価として，セグメンテーションモデルを用いた定量評価を行

い，FBP，SART，TV-norm，FBP U-Net，DD-Netと比べて低投影数の時に

優れた結果を示した．

上記提案モデルは，精度向上の余地がある．そのため，augumentation手法およ

びモデルの改良それぞれについて検討を行った．

第 4 章「Interlayer Augmentation による学習データ増強」ではディープ

ラーニング手法と学習データ量の近年の傾向について述べ，医用画像では大きな学習

データを用意できないため，学習データを増やすための augmentation手法について

述べた．従来の augmentation手法は再利用性や汎用性に制限があるといわれてお

り，また事前に学習データを増やす必要がある．そのため，既存モデルに挿入するだ

けで適用できる Interlayer augmentationを提案した．Interlayer augmentation

をクラス分類タスク (CIFAR10，CIFAR100)に適用し，VGG，ResNet，ViTそ

れぞれに適用し，Interlayer augmentationを適用しない場合と比較し適用しない

場合と比べて，優れた結果が得られることを示した．

第 5章「Stacked U-Netの改良」では精度向上の検討のため，U-Net自体の

改良手法，Stacked U-Net の改良手法について述べた．Stacked U-Net は stack

数を増やしすぎると精度が悪化するという課題があるが，この課題に対して，U-Net

の skip connectionに着目し高周波が伝わりやすい構造を提案した．それぞれの構

造についてセグメンテーションタスクや，CT 再構成問題に適用し評価した．結果

CT再構成問題では，skip connectionの改良により優れた結果が得られることを示

した．

第 6章「まとめ」では，本論分を通して得られた結果をまとめ，本論分で提案した
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Stacked U-Netによる CT再構成や Interlayer augmentationの今後の展望につ

いて述べた．
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第 2章

背景

本章では X線 CT再構成の構成や，問題設定を示し，代表的な再構成手法である，

直接法の FBP法，逐次近似法の SART法，ML-EM法について述べる．

2.1 X線 CT再構成

CTによる患者の輪切り画像 (断面画像)は 1.CT機器による投影，2.投影された

画像を元に画像を再構成するというステップにより獲得される．

2.1.1 X線 CT装置による投影

まず X線 CT装置の構成の説明，および X線 CT装置による撮影 (投影)につ

いて説明を行う．

図 2.1は X線 CT装置の模式図である．X線 CT装置は円筒に配置された X線

照射装置 (X-ray generator)および X線検出器 (detector)で構成されている．患

者 (patient)は円筒の中に入り X線 CT装置で撮影される．

X 線照射機，X 線および検出器の対応関係を図 2.2 に示す．X 線は照射機から，

平行に照射される．X線照射機から照射された X線は検出器に当たる．検出器は位

置によって分割されており，それぞれ X線が当たった位置を把握できるようになっ

ている．

X線 CT装置による撮影は投影と呼ばれる．

患者は X線照射装置および X線検出器の間に入ることで，X線照射装置から送出

された X線が患者の体を通過し減衰し，検出器で X線の強度が観測される．X線
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図 2.1: Conceptual diagram of X-ray CT scanner.

図 2.2: X-ray, generator and detector detail.

照射装置および X線検出器が縦方向を軸に患者の周りを回ることで，様々な角度の

患者の体の情報を観察することができる．縦方向を軸にした回転および X線照射を

連続して行うことで，患者の周りを 360度回った情報を得ることができる．このよ

うに角度ごとの X 線強度を観測することが投影である．また X 線照射装置および

X線検出器が患者の横方向に移動することで，様々な箇所の患者の体の情報を観察す

ることができる．

X線検出器で検出された画像は図 2.3に示すようなサイノグラム（sinogram）画

像という画像になる．サイノグラム画像は横軸が検出器の位置，縦軸が X線照射時

の角度となっているため，人の目には理解できない画像となっている．
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図 2.3: Sinogram image.

2.1.2 CT画像の再構成

上記の投影により獲得されたサイノグラム画像を元に横軸を体の横位置，縦軸を体

の縦位置とし人間の断面を計算するのが CT再構成問題である．

CT再構成問題は，Radon定理”全ての角度から透視した時，得られる無限の投

影データから２次元，３次元のデータを再構成できる” [5, 6]を元にしており，この

原理を人体に応用したのが CT機器である．人間の体は骨や水分などの分布の違い

により，X線の通り方に違いがありこれが X線強度の違いとして現れる．そのため，

観測された X線強度には人体の構成の情報が乗っている．そのため，直接法や逐次

近似法を用いて断面画像を復元できる．

2.2 従来手法

2.2.1 直接法

CTの投影は対象の周りを回転し積分するため以下の radon変換として示すこと

ができ，投影面切断定理によりフーリエ変換により逆 radon変換を解くことができ

る [7]．以下にそれを示す [8]．

sを X線照射機と検出機とを結ぶ線分とすると，sは下記になる．

x cos θ + y sin θ = s (2.1)

ここで (x, y)は物体の位置，θ は回転角度である．

sおよび θ を用いて，radon変換は以下に示す式で表現できる．

p(s, θ) =

∫ ∞

−∞

∫ ∞

−∞
f(x, y)δ(x cos θ + y sin θ − s) dx dy (2.2)

ここで f(x, y)は物体の位置 (x, y)での X線減衰係数を表す．δ はディラックのデ

ルタ関数である，
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p(s, θ) は s の線積分つまり，X 線照射機と検出機とを結ぶ線分にある物体の

X 線減衰係数の積分となる．p(s, θ) は検出器での観測値であるので，p(s, θ) から

f(x, y)が解ければ物体の情報が得られる．これを逆 radon変換という．

逆 radon 変換は投影面切断定理 (Fourier Slice Theorem) により実現できる．

投影面切断定理は CTの投影結果 (サイノグラム画像)の 1次元フーリエ変換が，断

面の 2 次元フーリエ変換と一致するという定理である．具体的には以下から導くこ

とができる．

p(s, θ)のフーリエ変換を P (ω, θ)とすると

P (ω, θ) =

∫ ∞

−∞
p(s, θ)e−2πiωs dx (2.3)

となる．

上述した p(s, θ)の定義にもとづくと

P (ω, θ) =

∫ ∞

−∞

∫ ∫ infty

−∞
f(x, y)δ(x cos θ+y sin θ−s) dx dye−2πiωs ds (2.4)

となり，積分の順序を整理すると

P (ω, θ) =

∫ ∫ ∞

−∞
f(x, y)

∫ ∞

−∞
δ(x cos θ + y sin θ − s)e−2πiωs dx dy ds (2.5)

となる．デルタ関数の積分は 1なので，

P (ω, θ) =

∫ ∫ ∞

−∞
f(x, y)e−2πi(x cos θ+y sin θ)ω dx dy (2.6)

となる．

最後に 2次元フーリエ変換の定義を用いると

P (ω, θ) =

∫ ∫ ∞

−∞
f(x, y)e−2πi(xu+yu) dx dy (2.7)

となる．ここで uは ω cos θ，y は ω sin θ である．

つまり，左辺はサイノグラム画像の 1次元フーリエ変換であり，右辺は f(x, y)の

2次元フーリエ変換，つまり断面画像のフーリエ変換である．

これは下記のようにあらわせ

P (ω, θ) = F (ω cos θ, ω sin θ) = Fpolar(ω, θ) (2.8)

θ を変化させることで，極座標 (ω, θ)における未知の関数 f(x, y)の完全なフーリ

エ変換 Fpolar を得ることができるといえる．
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投影面切断定理に基づけばサイノグラム画像に対して 1次元フーリエ変換を行い，

2次元フーリエ逆変換を行うと断面画像が得られる．

2.2.2 FBP法

FBP (Filtered Back Projection 法) は投影面切断定理に基づき，フィルタ計

算とフーリエ逆変換により断面画像を復元する方法である．以下にその導出方法を

示す．

フーリエ逆変換を F (u, v)とすると f(x, y)は

f(x, y) =

∫ ∞

−∞

∫ ∞

−∞
F (u, v)e−2πi(xu+yu) du dv (2.9)

と表せる．

これを極座標表現 Fpolar(ω, θ)に直すと

f(x, y) =

∫ π

0

∫ ∞

−∞
Fpolar(ω, θ)|ω|e2πiω(x cos θ+y sin θ) dω dθ (2.10)

となる．

投影面切断定理に基づくと上記は

f(x, y) =

∫ π

0

∫ ∞

−∞
P (ω, θ)|ω|e2πiω(x cos θ+y sin θ) dω dθ (2.11)

となる．P (ω, θ)|w| は一次元フーリエ変換に対するフィルタ計算 (Ramp フィル

タ)と考えることができる．つまり，サイノグラム画像に対して 1次元フーリエ変換

を行い，フィルタ計算を行い，2次元フーリエ逆変換を行うと断面画像が得られると

いうことである．これが FBP法となる．

2.3 代数的手法

FBP法は解析的手法に基づいていたが，一方投影角度や検出器の数は有限である．

その点からみると，サイノグラム画像は図 2.4に示すように獲得されると考えること

ができる．図 2.4の真ん中の四角部分を人体の断面 (断面画像)とすると，X線検出

器では Xの通り道にある，人体の構造を加算した値が検出される．

上述したようにサイノグラム画像は極座標変換された積算画像として表される．こ

れは真ん中の人体部分の各ピクセルを変数とした連立方程式と考えることができる．
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図 2.4: Conceptual diagram of sinogram image.

図 2.5: Algebraic image.

2.3.1 CT再構成問題の代数的定式化

上記を鑑みるとデジタルな CT画像の投影は下記のように定義できる．

y = Ax+ b (2.12)
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ここで，y ∈ RNy は，サイノグラム画像であり，A = aij ∈ RNy×Nx は，投影

行列と呼ばれる，物体の周りに放射された X線の投影を表した行列．x ∈ RNx は，

復元する断面画像である．また，b ∈ RNy はノイズである．

xの復元は A−1 を求めてノイズ bの影響をのぞけば復元できるが，

x = A−1y − b (2.13)

Aは特異行列であるため，陽に求めることが難しく，xの復元は，下記の式の最適

化問題としてあらわされる．

argmin ||y −Ax||2 + λnorm(A) (2.14)

ここで λ > 0である．

2.3.2 SART法

式 (2.13)をノイズの影響を無視し，逐次的に変形すると以下になる．

xi = xi−1 +
yi −Aixi

AiAT
i

AT
i (2.15)

ここで Ai はシステムマトリックス Aの i番目の行のベクトルであり，yi は y の i

番目の要素である．上記は yi − Aixi が十分少なくなれば，収束しており，解が確

からしいと言える．

上記より SART法はアルゴリズム 1に示すアルゴリズムとして表せる．

ここで a は定数である．典型的には想定画素範囲の中央値を設定すると収束が良

いと言われている．また，ϵは収束条件であり，大きいと画質が悪くなり，小さいと

終了しなくなるため，実際にアルゴリズムを動かし適切な値を設定する必要がある．

2.3.3 ML-EM法

ML-EM法は統計的手法であり尤度に基づいて解を求める．

ある体内でのボクセルでの吸収量が平均が xj のポワソン分布に従うランダムな変

数 Xj であると仮定する．

P (Xj = k;xj) =
1

K!
e−xjxk

j (2.16)
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Algorithm 1 SART method.

Require: system matrix A

Require: sinogram image y

Ensure: reconstructed image x

x← a

while yi −Aixi > ϵ do

for i = 0 to n do

xi = xi−1 +
yi−Aixi

AiAT
i

AT
i

end for

end while

ここで k はボクセル内で発生した実際の吸収量である．複数のボクセルを通過する

光線はベルヌーイ過程に従うとされている．その過程が別のポワソン分布ランダム変

数 Yi を導く [9]．

P (Yi = yi;x) =
1

yi!
e−yi(x)yi(x)

yi (2.17)

ここで yi は検出器で観測された強度を表し，yi(x)はそれぞれの光線に沿ったボク

セル値 xによる累積吸収量を表す．検出器での観測値が yi ごとに独立だとすると，

あるボクセル値 xに対する全確率は，尤度関数 L(x)を用いて表すことができる．

L(x) =
∏
yi

P (Yi = yi;x) (2.18)

単調増加関数では，maxの位置は変化しなく，すべての確率が非負であるため，両

辺の対数をとると対数尤度関数を求めることができる．

logL(x) = log
∏
yi

P (Yi = yi;x) =
∑
yi

(yi log yi(x)− (yi(x) + ri) + log
1

yi!
)

(2.19)

ここで ri は測定誤差である．

この関数を最適化することで，maximum likelihood（最尤）で，観測結果に最も

ふさわしいボクセル値 x を決定することができる．なお，log 1
yi!
は xに依存しな

いため削除することができる．

上述した式はあるボクセル（画素）についての尤度推定の式であるが，画像全体に

ついて考えるときは，EM法に基づく解法が有効である．上述した式を EM法に基
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づいて逐次化したのが，ML-EM法であり下記式であらわされる [10]．

xk
j =

xk−1
j∑N−1

i=0 Cij

N−1∑
i=0

yiCij∑M−1
j=0 Cijxk

j

(2.20)

ここで k は繰り返し回数を表す．j は画像の画素番号を表し，すべての画素数はM

である．iは投影データの検出器番号を示し，すべての検出器の数は Nである．xk
j

と xk−1
j はそれぞれ k 番目，k − 1番目の画素値である．Cij は検出確率である．

上記よりML-EM法はアルゴリズム 2に示すアルゴリズムとして表せる．

Algorithm 2 ML-EM method.

Require: detection probability matrix C

Require: sinogram image y

Ensure: reconstructed image x

x← a

while k < b do

for j = 0 to M do

xk
j =

xk−1
j∑N−1

i=0 Cij

∑N−1
i=0

yiCij∑M−1
j=0 Cijxk

j

end for

k = k + 1

end while

ここで，a，b は定数である．繰り替えしの最大回数である b は経験的に決定さ

れる．

2.3.4 OS-EM法

ML-EM法は再構成時間が長いため，改良を行い収束が早くなるようにした OS-

EM（ordered subset expectation maximization）法が提案されている．OS-EM

法では式（2.20）において画像 xの更新部分をすべての投影を使うのではなく，サ

ブセットに分割してサブセットごとに画像の更新を行う方法である．アルゴリズム 3

にアルゴリズムを示す．

ここで nは分割するサブセット数である．サブセットはサイノグラムデータを投

影角度ごとに分割したもので，特に制約はないものの，なるく投影角度が均等になる
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Algorithm 3 OS-EM method.

Require: detection probability matrix C

Require: sinogram image y

Require: subset S = y0, yn, · · ·y1, y1+n, · · · · · · yn−1, y2n−1, · · ·
Ensure: reconstructed image x

x← a

while k < b do

for s in S do

for j = 0 to M do

for s in S do

xk
j =

xk−1
j∑s

i=0 Cij

∑s
i=0

yiCij∑M−1
j=0 Cijxk

j

end for

end for

end for

k = k + 1

end while

ように選ぶのが良いとされている．OS-EM法では xの更新をすべてのサイノグラ

ムデータを使用せずにサブセットごとに更新を行うので，解から遠い場合に解に近づ

きやすく，ML-EM法に比べて収束が早くなる．サブセットの数 nはあまり大きく

するとノイズが増えてしまうので，適切なサブセット数に抑えることが必要である．
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Stacked U-Netによる CT再
構成

前述したように，従来手法ではノイズがのる，再構成に時間がかかるという課題

があった．近年，ディープラーニング技術の進展もあり，従来手法に組み合わせて

ディープラーニングによる再構成を実現しノイズの低減が行われている．一方，既存

手法との組み合わせているという点において，従来手法よりは時間がかかっている．

本章では Stacked U-Netにより既存手法との組み合わせなしにディープラーニン

グのモデルのみで再構成ができることを示す．

3.1 はじめに

近年，ディープラーニング技術の進歩に伴い，畳み込みニューラルネットワーク

（CNN）[11, 12]を用いたノイズ除去 [13]，超解像 [14]，セグメンテーション [15]

などの研究が盛んに行われている．

再構成においてもディープラーニング技術の適用が進んでおり，Yang ら [16]

らは magnetic resonance imaging（MRI）の再構成において，逐次近似法の

各ステップをディープラーニングに基づいた alternating direction method of

multipliers [17]に置き換えることで，既存手法より優れた結果を示した．

また，Yangら [18]は generic adversarial network（GAN）[19]をMRIの

再構成に適用し，16,095枚の画像で訓練を行い，5msという短い時間で再構成がで

きることを示した．
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また，Zhu ら [20] は病変部を抽出するディープラーニングのモデルと GAN を

組み合わせてMRIの再構成に適用し，ROI（Region Of Interest）抽出した領域

に対して超解像で画質を改善するモデルを提案した．ROIを用いることで，画像の

サイズが小さくなるため，超解像を行う GANモデルの学習の収束や生成が早くな

る．GANの評価関数としては VGG loss [21]を使用し，既存手法を上回る結果を

得た [22–24]．結果学習済みモデルからの高解像度画像の出力は 1枚あたり 0.22～

0.33ms と高速だった．また彼らは，医療関係者の主観的な評価基準である mean

opinion scoreを提案した．

CT 画像の再構成としでは，Jin ら [25] は FBP 法と U-Net [15] と resid-

ual lerning [26, 27] を組み合わせた物を提案している．また，Zhang ら [28] は

DenseNet [29]を FBP法と組み合わせたモデルを提案している．これらの手法は

FBP法で発生するノイズやアーティファクトの量を減らすことができ，既存手法よ

り良い結果を得ることができる．

U-Net [15]は，画像の入力と出力が同じサイズの CNNモデルであり，高解像度

の特徴量をスキップ接続によって後段に渡す所に特徴がある．U-Netは，高解像度

画像に対して畳み込み演算を繰り返し，畳み込み画像を縮小することで，低解像度特

徴を抽出する．抽出された低解像度の特徴は反復的に拡大および統合され，最終的に

高解像度の画像が生成される．

U-Netそれ自体も改良されており，[30]らは Resblockを適用した U-Netを 15

層重ねた Stacked U-Netにおいてセグメンテーションタスクにおいて U-Netより

優れた結果を示した．Shahら [31]は Dense blockを適用した Stacked U-Netを

クラス分類タスクに適用し，モデルに転移学習を適用し、セグメンテーションタスク

において既存の手法より優れた結果を示した．

本章では，少ない投影数でも，既存の逐次近似法より再構成速度が早く安定した

画質を得ることを目的とした．提案手法ではディープラーニングの技術を使用し

Stacked U-Netを構造として採用した．

一般的に，患者のプライバシー保護のため，学習データセットとして医療画像を収

集することは容易ではない．CTの結果画像は患者の断面の画像であるため，取得す

ることは不可能である．可能な方法は，既存手法により取得された断面画像を利用す

ることである．
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FBP U-Netでは学習データとして，既存手法により取得された断面画像を radon

変換によりサイノグラム画像に変換し，サイノグラム画像から FBP法でさらに変換

して得た断面画像を学習に使用している．しかし，この方法では量子化誤差に起因す

るノイズが学習データに入りこむ，そのため，FBP U-Netの学習では実際とは異な

る断面画像を生成していると考えることができる．

我々は，学習には自然画像つまり医療機器で取得されていない画像を使用すること

にした．具体的には ImageNet [12]を使用した．この中から，28,463枚の画像を

学習データセットとして使用し，300イテレーションを 90時間かけて学習した．

結果として，512個の検出器の 360°回転 64投影を想定したデータセットで，Peak

signal-to-noise ratio（PSNR）で 27.93db，structural similarity（SSIM）[32]

で 0.886の断面画像を，CPUで 2.35s，GPUで 0.11sで再構成することができた．

3.2 関連研究

3.2.1 MRI再構成へのディープラーニングの適用

MRIは磁場の変化により，体内の水素原子が発する電磁波を観測することにより，

体内の情報を得る手法である．そのため，外部から X線を照射する CTとは再構成

の方法が違う．しかし，使用するのはフーリエ変換や逐次近似法であるため，MRI

再構成の知見は CT再構成にも応用可能なことが多い．

Yang ら [16] らは magnetic resonance imaging（MRI）の再構成において，

逐次近似法の各ステップをディープラーニングに基づいた alternating direction

method of multipliers [17] に置き換えることで，既存手法より優れた結果を示

した．

また，Yangら [18]は generic adversarial network（GAN）[19]をMRIの

再構成に適用し，16,095枚の画像で訓練を行い，5msという短い時間で再構成がで

きることを示した．

また，Zhu ら [20] は病変部を抽出するディープラーニングのモデルと GAN を

組み合わせてMRIの再構成に適用し，ROI抽出した領域に対して超解像で画質を

改善するモデルを提案した．ROIを用いることで，画像のサイズが小さくなるため，

超解像を行う GANモデルの学習の収束や生成が早くなる．
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3.2.2 CT再構成へのディープラーニングの適用

CTの再構成へのディープラーニングも行われているが，既存手法との組み合わせ

で実現されている先行研究が多い．

Jinら [25]は FBP法と U-Net [15]と residual lerning [26, 27] を組み合わせ

た FBP U-Netを提案している．また，Zhangら [28]は DenseNet [29]を FBP

法と組み合わせた DD-Netを提案している．

3.2.3 U-Netとその改良である Stacked U-Net

U-Net [15]は，画像の入力と出力が同じサイズの CNNモデルであり，高解像度

の特徴量をスキップ接続によって後段に渡す所に特徴がある．U-Netは，高解像度

画像に対して畳み込み演算を繰り返し，畳み込み画像を縮小することで，低解像度特

徴を抽出する．抽出された低解像度の特徴は反復的に拡大および統合され，最終的に

高解像度の画像が生成される．

U-Netそれ自体も改良されており，[30]らは Resblockを適用した U-Netを 15

層重ねた Stacked U-Netにおいてセグメンテーションタスクにおいて U-Netより

優れた結果を示した．Shahら [31]は Dense blockを適用した Stacked U-Netを

クラス分類タスクに適用し，モデルに転移学習を適用し、セグメンテーションタスク

において既存の手法より優れた結果を示した．

3.2.4 医用におけるトレーニングデータセット

医用画像は学習用データの数が患者のプライバシーなどの理由から自然画のデータ

に比べて少ないのが課題である．

Bhatt ら [1] らは，医療におけるディープラーニングの研究のほとんどが自ら収

集したデータで実施されていると指摘している．それは研究所や病院でデータセット

を集めるのは時間がかかるためで，オープンアクセスなデータセットの使用を推奨し

ている．ただ現状オープンなデータセットで最大のものでも，数万枚であり CTス

キャンのデータに限ると 1000枚程度が限界である．

Tajbakhshら [33]は特にセグメンテーションタスクにおいて，アノテーションが
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図 3.1: List of open access datasets for medical study and research [1].

問題となることを指摘している．アノテーションとは画像へのラベル付けであるが，

セグメンテーションタスクでは疾病領域をマーキングすることである．一枚一枚画像

にアノテーションするのは専門家である医師でないと難しく，とても時間がかかる作

業となる．

少ない学習データを増やすためには augmentation手法を適用することが考えら

れる．augmentation においては自然画と同じ手法がつかえる．Christ ら [34] は

CT画像のセグメンテーションタスクに対してガウスぼかしを採用している．

しかし，augmentationはもととなるデータセットを増強する方法であり，増強し

たデータの数が元のデータの何倍にもなると，元のデータの分布から外れていくため

に自然画の学習ほど多くのデータを作ることはできない．

3.3 Stacked U-Netの構造

図 3.2と図 3.3は今回提案した stacked U-Netの構造である．基本構造はU-Net

と同じだが，これを図 3.3に示すように U-Net自体を 6層重ねている．

もともとの U-Netは画像のセマンティックセグメンテーションのために作成され

ており，再構成とはタスクが違うが，サイノグラムから断面画像の変換はサイノグラ
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図 3.2: Structure of the proposed U-Net.

図 3.3: Stacked U-Net

ムの検出器方向の位置情報が必要であり，また，stackしているため，stackの後半

の U-Netで位置を意識した超解像やノイズ除去が行われることを期待し U-Netを

採用した．

stacked U-Netは [30]や [31]が提案しているが，通常の U-Netと同様セマン

ティックセグメンテーションを対象のタスクとしている．クラス分類の目的のためモ

デルの最終出力は n-classとなっている．

本論では，最終出力はグレイスケールの画像となるように 1チャンネルとなってい

る．途中の出力結果は活性化関数である LeakyReLUを使用し，最終出力は 0− 1

に正規化された画像となるようにシグモイド関数を使用している．
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Shahら [31]は U-Netはそもそもパラメタ数を多く必要としており，それを多数

重ねた stacked U-Netはさらに多くのパラメタ必要とするため，メモリサイズが大

きくなり，現実的なGPUのメモリサイズで訓練するのは難しいと述べている．その

ため，彼らは 3× 3の convolutionをもともとの U-Netの 2つから 1つに減らし，

さらに縮小を 3× 3のストライド 3の convolutionによって行い，縮小レイヤの数

も 3 に減らしている．本論では，我々もメモリサイズを減らすため，convolution

を 2から 1に減らしている．

また Shahら [31]は前処理により U-Netに入力するメモリのサイズを減らして

いる．そのため，縮小レイヤの数は 3で十分である．しかし，我々は 5レイヤにし

ている．これは縮小レイヤ数を多くし，詳細な特徴を十分に抽出するためである．

また，精度向上のため，レイヤごとの関数も見直しをおこなった．縮小処理

は max pooling から 2 × 2 のストライド 2 の convolution に，拡大処理は

deconvolutionから線形補間に，活性化関数は rectified linear unit (ReLU) [35]

から LeakyReLU [36]にした．また batch normalizationも適用した．

3.4 予備実験

3.4.1 32 × 32画像の復元でのレイヤ関数の選択

512 × 512 の復元の学習は時間がかかるため，32 × 32 の画像の復元で，U-Net

の詳細な構造の検討をおこなった．それぞれのレイヤ関数について 50epoch 学習

させ評価をおこなった．評価は評価関数の値を使用した．今回評価関数としたのは，

Mean Squared Error（MSE）で復元画像とモデルの出力結果を比較している．表

3.1は評価の結果を示している．縮小レイヤ (down scaling)での評価結果は max

pooling で 0.0107，線形縮小 (linear scaling) で 0.0099，2 × 2 の stride 2 の

convolutionで 0.0086となった．そのため 2× 2convolutionを採用した．

拡大レイヤ（up scaling）では縮小レイヤで convolution を採用しているため，

対称性を考えると deconvolution [37] が適していると考えられる．しかし，評価

値は，線形拡大（linear scaling）で 0.0086，deconvolutionで 0.0107となった．

そのため，線形拡大を採用した．

汎化方法としては dropout と batch normalization [38] を検討したが，評価
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表 3.1: Applied methods

class methods adoption validation loss

down scaling 2× 2 stride 2 convolution ✓ 0.0086

max pooling 0.0107

linear scaling 0.0099

up scaling 2× 2 stride 2 deconvolution 0.0107

linear scaling ✓ 0.0086

generarization batch normalization ✓ 0.0083

drop out 0.0141

activate function sigmoid 0.0567

ReLU 0.0132

LeakyReLU ✓ 0.0086

skip-connection
previous U-Net input image to

the next U-Net input image
-

first input image to all the U-Net input -

Optimizer Adam ✓ 0.0071

AdaBound 0.0142

値は dropout では 0.0141 と悪くまた出力結果も悪化したため，採用しなかった．

batch nomalizationは効果があり評価値も 0.0083と改善した．そのため，汎化方

法としては batch normalizationを採用した．

活性化関数はシグモイド関数で 0.0567，ReLU で 0.0132，LeakyReLU で

0.086だった．シグモイド関数はスタック数が少ない場合は評価結果がよかったが，

スタック数が多くなると，収束しなかった．ReLUと LeakyReRUは収束したが，

LeakyReRUのほうが結果がよかったため，活性化関数としては LeakyReRUを採

用した．

U-Net の入力と出力は画像である．U-Net 内部の skip connection は情報損失

をなくすといわれており，stack 数の増加による情報損失に対応するため，図 3.4，

3.5に赤線で示す二種類の大域な skip connectionを試した，一つは前の U-Netの

入力を U-Netの入力に入れるもの (図 3.4)，もう一つは入力をすべての U-Netの

入力にいれるもの (図 3.5)である．それぞれ，収束しなくなったため今回は採用し

なかった．

最適化アルゴリズムとしては Adam [39]と Adabound [40]を試して，それぞれ
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図 3.4: Connect previous U-Net input to next U-Net input.

図 3.5: Connect stacked U-Net input to all U-Net input.

の評価値は 0.0071，0.0142だった．そのため，Adamを採用した．

最後にスタック数を調整した．我々はスタック数を 1 から 8 まで変更して

50epoch 学習を行わせた．結果を図 3.2 に示す．4 スタックまでは評価値はよく

なっていったが，5スタック以上では 30epoch以上になると発散の挙動を示し，訓

練損失 (training loss)と評価損失 (validation loss)，の差が大きくなり過学習の

挙動を示したので学習を打ち切った．結果として 4スタックを採用した．

学習用のデータは CIFAR-100 [41]を使用した．CIFAR-100は 32× 32の自然

画の RBG のデータセットであるが，これを白黒画像に変換し，CT の条件と同じ

ように円で切り取り，その画像をもとにサイノグラム画像を生成した．生成したサイ

ノグラム画像を入力，生成元の画像を出力とし 100epoch学習させた．評価値とし
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表 3.2: Relationship between the number of stacks and evaluation values for

32× 32.

num stacks training loss validation loss

1 0.0070 0.0073

2 0.0070 0.0072

3 0.0051 0.0053

4 0.0053 0.0054

5 0.0053 0.0301*

6 0.0050 0.0173*

7 0.0052 0.0232*

8 0.0054 0.0479*

(a) sinogram (b) ground truth (c) reconstructed image

図 3.6: Comparison of 32× 32 images.

てはMean squared error (MSE)を使用した．図 3.6a-3.6cに結果を示す．Peak

signal-to-noise ratio (PSNR)と structural similarity index measure (SSIM)

はそれぞれ 26.83dbと 0.951であった．

3.4.2 32 × 32画像での復元の考察

図 3.6cではリンゴの輪郭と影が復元できているのがわかる．しかしながら，リン

ゴのヘタは復元できていない．PSNRも低く復元が不十分である．

表 3.2に示すように，スタック数を大きくするとスタック数 4までは評価値は徐々

に改善していく．しかし，スタック数 5以上になると悪化する．

これは，スタック数を大きくすれば大きくするほど後段の U-Netに伝わる情報の

欠落が欠落していっているためと考えられる．そのため，図 3.4，3.5に示すような，
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大域的な skip-connectionも試したが，結果は悪化した．この部分はさらに改良の

余地があると考える．

この程度の復元では，あまり実用に耐えうる復元ではない．しかし，低解像度での

再構成では元の画像を復元するための情報量も少なくなるため，詳細な構造の復元に

限界があると考え 512× 512の学習に移行した．

3.5 実験結果

3.5.1 512 × 512の画像の復元

32× 32での復元の検討をもとに 512× 512での学習を行った．

512 × 512の学習ではスタック数 3から 7で 30イテレーションを予備的に学習

させ，収束度合いが一番急だったスタック数 6を採用し，学習を行った．

また，今回投影数が少ない画像での比較実験を行ったが，今回作成したニューラル

ネットは 512 × 512の入力しか受け付けないため，投影数が少ない場合入力となる

サイノグラム画像は 64× 512 (eg.投影数 64)などの画像となり，入力できないが，

BICUBIC処理を行い 512× 512に拡大し入力した．

訓練データは構造決定の時とはちがい，ある程度高解像度の画像が必要であるた

め，自然画のデータセットである Image Net [12] から 28463 枚をトレーニング

セットに 1537 枚をバリデーションセットに使用した. テストセットとしては The

Cancer Imaging Dataset [42] [43]を使用し，467枚の画像を評価した．

ImageNet の画像の解像度はばらばらであるため，グレースケール化の後，アス

ペクト比を変えないように正方形に中心を切り抜き，512× 512に線形補間で scale

し，円形に cloppingし出力画像とし (図 3.7b)，出力画像を元にサイノグラム画像

(図 3.7a)を生成し入力画像とした.

学習環境としては CPUは Intel Xeon E5 2680 v4 2.4GHz 14コアを 2CPU，

Memoryは 256GByte，GPUはNVIDIA TESLA P100 for NVlink-Optimized

Servers を 4GPUを使用した. 学習のためのイテレーション回数は 300回であり，

学習時間は 90時間だった．

図 3.7b-図 3.7cにバリデーションセットで復元した投影数 512の自然画の例を示

す．図 3.7aがモデルに入力されるサイノグラム画像で，モデルは図 3.7cを出力す
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る．この時の図 3.7bと図 3.7cの PNSRは 32.24db，SSIMは 0.963であった．

(a) sinogram (b) ground truth (c) reconstructed image

図 3.7: Results for validation sets

3.5.2 医用画像での結果

学習は自然画像で行っており，本来の目的の医用画像の復元ができるかどうかはわ

からない．そのため，学習に使用していない医用画像をテストセットとし，復元を

行った．学習には一切医用画像を使用していないが，復元ができた．

表 3.3にテストセットである医用画像を提案モデルで復元した場合と既存手法との

比較を示す．今回比較したのは FPB，SART，TV-norm，FBP U-Net, DD-Net

である．

逐次近似法には MLEM 法に TV-norm を使用しノイズを低減した TV-EM

法 [44] がある．本実験でも比較対象にするか予備実験を行い，iteration 数および

反映係数 α の調整を行なったが，投影数 64 の場合で，iteration45, α 0.001 で

PSNR24.75db，SSIM 0.80, 実行時間 243秒，投影数 128の場合で，iteration45,

α 0.001で PSNR25.59db，SSIM 0.84，実行時間 421秒と似た特徴を持つ SART

法と比べても劣った結果となっており，実行時間も大きいため比較は行わなかった．

FBPおよび SARTは skimage [45]の iradon関数，iradon sart関数を使用し

た．TV-norm は proxTV [46] の tv1 2d 関数を使用した．FBP U-Net は [25]

に示されているように投影数 512 の場合 (FBP U-Net512) と投影数 64 の場合

(FBP U-Net64)の場合それぞれに対して 475枚の医用画像を 101epoch学習させ

た．DD-Netは [47]の学習済みモデルを使用した．

計測環境は Intel Core i3 4130T CPU 2.90GHz，Memory 24GByte を使用

し，各々の PSNRおよび SSIMおよび処理時間を計測した．
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図 3.8: TV-EM projection 64 result.

ここで FBP，SART，TV-normは CPU上で処理を行った結果の処理速度を計

測した．FBP U-Netと DD-Netおよび提案手法は BICUBICによる拡大処理を

含めた処理時間を計測し，特に GPU:GeForce GTX 1080を使用して計算を行っ

た時の処理速度も計測した．

提案手法の処理時間はすべての投影数において CPUで 2.35s，GPUで 0.11sと

一定である．投影数 64の再構成の CPUでの処理速度を比べると FBPは 0.21s，

SART は 2.07s，TV-norm は 0.21s，FBP U-Net は 6.54s, DD-Net は 4.99s

となっている．投影数 64の再構成の GPUでの処理速度は FBP U-Netで 1.02s，

DD-Netで 1.16sとなっている．

また投影数 64において平均のPSNRは，提案手法は 27.93db，FBPは 21.41db，

SARTは 25.03db，TV-normは 25.73db，FBP U-Net512は 19.79db，FBP

U-Net64は 22.27db，DD-Netは 22.75dbとなった．平均の SSIMは，提案手法

は 0.886，FBPは 0.547，SARTは 0.829，TV-normは 0.750，FBP U-Net512

は 0.581，FBP U-Net64は 0.666，DD-Netは 0.717 となった．既存手法は投影

数 64の場合従来手法より優れている．

図 3.9a-図 3.9hに投影数 64の時の再構成結果を示す．提案手法には中心から放

射上に広がるアーティファクトがないことが見て取れる．

断面画像の右上を拡大したものを図 3.10a-図 3.10hに示す．

拡大してみると，原画像にある微細な血管はどの手法においても消えてしまってい

ることが分かる．

提案手法と FBP U-Net64以外ではアーティファクトが顕著である．提案手法は

大きな構造物のエッジは良く出ており，また中心に位置する太い血管もはっきり出て

いる．
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(a) ground trueth (b) proposed

(c) FBP (d) SART (e) TV-norm

(f) FBP-U-Net512 (g) FBP-U-Net64 (h) DD-Net

図 3.9: Reconstructed image with 64 projections.

FBP U-Net64では細い血管がもっともよく出ている．一方，中央左下付近の大き

な血管の構造は提案手法では先端の詳細構造が失われており，FPB法や TV-norm

では詳細が出ている．

表 3.4 に詳細部分の PSNR と SSIM を示す．提案手法の PSNR は 30.37db，

SSIMは 0.896，FBP法の PSNRは 25.17db，SSIMは 0.570 SART法の PSNR

は 29.34db，SSIM は 0.863 TV-nrom の PSNR は 29.61db，SSIM は 0.816

FBP U-Net512は 18.75db, SSIMは 0.494 FBP U-Net64は 22.92db，SSIM

は 0.447 DD-Netは 18.03db，SSIMは 0.510 となっており，詳細部分において

は提案手法がすべての手法より優れた結果となっている．
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(a) ground trueth (b) proposed

(c) FBP (d) SART (e) TV-norm

(f) FBP-U-Net512 (g) FBP-U-Net64 (h) DD-Net

図 3.10: Comparison of details with 64 projections.

3.5.3 FBP U-Netを ImageNetで学習させたときとの比較

FBP U-Netは学習データが少ない医用画像で学習させているため，データ量とい

う面で学習条件が公平でない提案手法とおなじように ImageNetで学習させて比較

を行った．学習させたのは投影数 64の時のデータで，図 3.11に結果を示す．平均

の PSNR は 18.99db で SSIM は 0.580 であった．これは医用画像で学習させた
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場合より低い．提案手法は図 3.9bに示すようにアーティファクトは発生していない

が，FBP U-Netの場合図 3.11に示すように，画像全体がぼんやりとし，アーティ

ファクトでおおわれている．

図 3.11: Results of medical images of FBP U-Net trained by ImageNet at

projection number 64.

3.5.4 セグメンテーションタスクを用いた再構成結果画像の客観

評価

上記結果は，実際に画像を用いた診断に使えるかが重要であるが，医療関係者に大

量の画像を評価してもらうのは困難である．そこで，我々はセグメンテーションタス

クを学習したモデルに再構成した画像を入力した．その結果を比較することで，生成

された画像が医療目的に使用できるかの評価をおこなった [48]．

セグメンテーション用のモデルとしてはUNet++ [49]を使用し，MedSeg Covid

Dataset 1 [50]の 512× 512の画像を 80枚学習用として使用し，20枚を検証用と

して使用し，250epochの学習を行った．学習したモデルの検証セットにおける平均

Diceスコアは 0.555だった．

表 3.5にセグメンテーションタスクにおける平均 Diceスコアを示す．

提案手法は投影数 64とき既存手法と比べもっともよい結果となっており，ディー

プラーニングを用いた手法である FBP U-Netや DD-Netに対してすべての投影数

で良い結果になっている．また，TV-normは投影数 512から 128ですべての手法

の中でもっともよい結果となっている．対して SART法はすべての手法の中で一番

悪い結果となっている．
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3.6 考察

図 3.7cに示す検証セットでの再構成結果では，鳥の画像の背景の草も正確に復元

されており，再構成がうまくできていることを示している．

しかし，テストセットの医用画像では詳細な構造が失われている．これは医用画像

でなく自然画をもちいて学習を行ったせいだと考えられる．そのため，学習セットに

医用画像である断面画像を加えることで，提案モデルの性能を向上させる余地があ

る．また，医用画像に似た特徴を持つ工業製品の画像を加えても精度向上させる余地

があると考える．

図 3.12: Results of reconstructing medical images with 512 projections.

また，提案手法による再構成結果と FBP U-Netによる再構成結果を比較した．

図 3.9bに示すように，投影数 64において提案手法は 512で学習したにも関わら

ず再構成ができており，ノイズとアーティファクトが軽減されている．図 3.9fに示

すように，FBP U-Net512と比べると，FBP U-Net512ではノイズは除去されて

いない．図 3.9g に示すように，FBP U-Net64 では FBP U-Net512 に比べると

ノイズが除去されている．

この違いは FBP U-Net512が 512投影の画像を FBPした結果を用いて学習を

行っていることで現れていると考えられる．これは，FBP U-Net は FBP 法が発

生させる投影数に応じたノイズを除去する方法を学んでいると言い換えることができ

る．つまり，FBP U-Net512は投影数 64のような学習していないノイズを除去す

ることはできない．また FBP U-Netは再構成の方法自体は FBP法に依存してお

り，単にノイズを除去しているだけである．

提案手法は投影数 512で学習したにも関わらず，投影数 64の座像でもノイズが生

じておらず，再構成にも成功している．これは提案手法が再構成の手法自体を学習し
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(a) stack 1 output (b) stack 2 output (c) stack 3 output

(d) stack 4 output (e) stack 5 output (f) final output

図 3.13: Intermediate output corresponding to the validation set with the

number of projections equal to 512.

たためであると考えられる．そのため，提案手法は投影数の違いに対して，高い汎化

性能を示している．

これに対して，FBP U-Net は投影数ごとに再学習をする必要がある．提案手法

は投影数が変わっても同じモデルを使用することができる．

詳細な構造を見ると (図 3.10b および 3.10g)，画像上部の脂肪を表す領域では

アーティファクトやノイズのない滑らかな画像が得られている．一方 FBP U-Net64

では線状のアーティファクトが除去できず残っていることが確認できる．

画像の左下にある大きな血管の部分では，提案手法と FBP U-Net64の両方で血

管がはっきり見えていることがわかる．大きな血管にかんしては，FBP U-Net64

は提案手法に比べて詳細な構造が再構成できていることがわかる．

画像の右下にある細い血管を比較すると，提案手法では血管が消えているのに対し

FBP U-Netでは約 4つの大きなノイズが見えていることがわかる．上記の違いは，

提案手法と FBP U-Netの PSNRおよび SSIMの値の違いとして表れている．

図 3.13aから図 3.13fは投影数を 512にした時の提案手法の，検証セットでの各

U-Netの中間出力を示している．

図 3.13a から図 3.13c には，水平方向に円錐状の帯が見て取れる．図 3.13d か
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ら円の形状が現れ始め，図 3.13eで円の形状が鮮明になる．図 3.13fで出力画像と

なる．

SARTによる再構成では，図 3.14に示すように断面の形状が徐々に現れていく．

図 3.14: Reconstruction of a phantom by the SART method.

上述した違いから見て取れるように，提案手法では中間画像の再構成方法が，逐次

近似法と異なっており，従来とは異なる再構成の方法を獲得していることがわかる．

実行時間の観点では，CPUを用いた場合，提案手法は 512から 128までの投影

数において SART より優れている．また投影数 64 の場合でも提案手法が 2.35s，

SART法が 2.07sとなった．GPUでの処理の場合提案手法は，既存手法より全て

の場合で上回っている．

GPUのハードウェアアーキテクチャは一般的に CPUとは異なるため，適切な処

理を実行するためにはアルゴリズムや実装を適宜変更する必要がある [51]．ディー

プラーニングは線形計算の組み合わせであるため，提案手法は実装やアルゴリズムを

CPUの時から変更することなく，GPUでモデルを実行することができる．

画質の面では，提案手法は中心から放射状に広がるアーディファクトや破綻がな

く，投影数が 64の時に高い汎化性能を示している．また，本研究では学習に投影数

を減らした画像を利用していないが，投影数の条件を変えた未知の入力を失敗なく復

元できている．

投影数の減少と画質の関係という面で見ると，提案手法では，投影数を半分に減ら

しても PSNRの低下は約 0.30dbで済んでいる．これは未知のデータに対する高い

汎化性能と解釈できる．一方 SART 法では投影数を半分に減らした場合の PSNR
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の低下は約 2.0dbとなっている．これは提案手法が投影数が低いほど良い結果を得

られるということを示している．

再構成された画像の詳細部分についてみると，提案手法は比較した全ての手法より

も優れた結果であった．これは提案手法がアーティファクトを発生させないためであ

ると考えられる．この結果は，血管のより詳細な構造を見る必要がある石灰化の判定

を行う診断において，提案手法が有効であることを示している．

しかし，提案手法では画像の詳細部分を見ると，全体的に平坦で，高周波成分が復

元できていないことがわかる．一方，FPB法ではノイズの中に詳細な構造を見るこ

とができる．提案手法では，自然画では画像の詳細構造を復元できていることを考え

ると，医用画像においての詳細構造 (高周波成分)の欠落は学習に医用画像を利用し

ていないことに起因すると考えられる．学習に医用画像を利用していないため，医用

画像に特徴的な詳細の構造の特徴が復元できていない．学習データセットに医用画像

を混ぜることで，性能向上を図ることができると考える．

再構成結果画像のセグメンテーションタスクによる，画質評価では，提案手法は

64投影の時に既存手法に比べて最も良い結果を示した．また，提案手法は，投影数

が 512，256，128および 64すべての場合で，ディープラーニングを利用した手法

である FBP U-Net64，FBP U-Net512 および DD-Net を上回る結果となった．

投影数が 512 から 128 の場合に最も良い結果となったのは TV-norm だった．こ

れは，TV-normのスパース性によると考えられる．TV-normはノイズを除去する

ために使用されるが，ノイズ除去では必要な情報以外も除去してしまうことがある．

今回の場合は TV-normは診断に必要な本質的な情報は保持し不要なノイズ部分だ

け除去でき，診断に必要な画像を復元できたと考えられる．一方，SART法は一般

にノイズやアーティファクトに強いと言われているが，セグメンテーションタスクの

観点からは，不利な画像になってしまうことがわかった．その点において，提案手法

は，必要な領域情報を保持したままノイズやアーティファクトを除去でき，優れてい

るということができる．今回は，セグメンテーションタスクモデル自体の Diceスコ

アが 0.555と低かった．これは学習不足のためと考えられる．今後は，より精度の

高いセグメンテーションタスクモデルを作成し，評価する必要があると考える．

ディープラーニングでは，学習データセットが大きければ大きいほど精度の高いモ

デルを作成できることが知られている [52,53]．そのため，提案手法を投影数の少な
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い画像も加えて学習データを増やすことで，様々な投影数で再構成後の画像の精度が

向上することが期待できる．また，投影数が少ない画像の再構成の場合においても，

画質の低下がさらに少なくなることが期待される．

また，モデル自体も精度改良の余地があると考える．Guo ら [54] は Attention

Block [55]をMRIの GANによる再構成に適用した CT再構成に応用することを

考えた時，Attention Blockの特定の領域に着目するという特性は，サイノグラム

画像を断面画像に変換するというタスクの性質とは相性が悪く単純には適用できな

い．なぜならサイノグラム画像は断面画像の全体の情報を各画素に積算して保持して

おり，それらを全体的に見ないとサイノグラム画像を断面画像に変換する問題を解く

ことができないためである．一方 Attention Blockは Recurrent Modelと組み合

わせることで，全体的な文脈を保持することができると言われている．そのため，復

元する画素に必要な情報を画像全体から選択することができ，精度が向上する可能性

があると考える．

また，Schlemper ら [56] は MRI の再構成に DC-CNN [56] と Stochastic

Depth [57] を適用し，良い結果を得たと述べている．Stochastic Depth は Res-

Block の適用を前提とし，学習時にランダムに残渣パスを無視することにより，

深いネットワークの学習の汎化性能を高め，学習時間を短くすると言われている．

Stochastic Depthは活性化関数として正の値を前提とする ReLUを必要としてい

るため，LeakyReLUを採用している提案手法には単純に適用することはできない．

一方，今回の実験では，stack numを増やしすぎると学習時間が長くなり，結果も

悪化するという課題があった．Stochastic Depthのような接続の制御を適用するこ

とで学習時間の短縮とスタック数の増加による精度の向上が期待できる．

Zhuら [20]は病変部の ROI画像と GANを組み合わせて，学習収束が早い，高

精度なモデルを構築した．提案手法は，サイノグラム画像から断面画像を直接復元す

るために，病変部を特定することはできない．しかし本手法を適用した後に，病変部

を特定し，ROI画像を作成し，さらに GANを適用することで，精度が向上する可

能性があると考える．また，病変部の ROIをサイノグラム画像から直接復元できれ

ば，1.復元，2.病変部の ROIの作成，3.GANによる精度向上した病変部画像の作

成といったステップを行うことなくダイレクトに病変部の ROI画像を生成できるた

め計算コストを削減することができると考える.
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また VGGLoss など loss 関数を工夫し精度を向上する方法も考えられる．VG-

GLossは CT画像の雑音除去などで成果を上げている [58]が本研究では詳しく述べ

ていないが，予備実験時は単純に VGGLossを適用した場合は精度が向上しなかっ

た．TV-normなど既存手法で実績がある評価関数を組み込むことで，精度が向上で

きる可能性があると考える．

3.7 まとめ

提案手法では，Stacked U-Netに対して，レイヤ関数と stack数を調整すること

で，サイノグラム画像から断面画像を再構成することができた．

提案モデルは，少ない投影回数において断面画像を再構成でき，逐次近似法と同等

の画像を得ることができる．また，提案手法は既存手法に比べて処理速度が速く再構

成ができるといった点で優れている．

提案されたモデルは，医用画像なしに断面画像を再構成できるように学習ができ，

また，サイノグラム画像から直接断面画像を復元できる．この特徴により，FBP法

と U-Netを組みあわせた既存モデルの問題点である，投影数に応じたノイズ除去し

かできないという問題を回避することができる．

提案手法では，再構成のための CPUによる処理時間は 2.35秒であり，既存手法

と同等である．しかし，GPU での実行も容易であり，既存手法より早い処理時間

（0.11s）を実現できる．また，少ない投影数でも再構成ができ，既存の手法よりアー

ティファクトの少ない断面画像を出力することができる．投影数を減らすことで，X

線の照射量を減らすことができ，患者の負荷を減らすことができる．

しかし，現在のモデルでは，復元された断面画像において詳細な構造が失われてし

まう．そのため，精度の向上が今後の課題である．この問題は，学習データセットに

投影数が少ない画像が含まれていないことや，学習量データセットが小さいこと，モ

デルが学習した医用画像の知識が不足していることが影響していると考えられる．

今後は，精度を向上させるために，投影数の少ない画像を加えて学習データセット

を拡張する，トレーニングに用いる画像を増やし，再構成の知識を得やすくするため

に，医用画像や医用画像に似た特徴をもつ工業用製品の画像を自然画像に対して混ぜ

る，などを行い精度を向上していく．
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また，ディープラーニングのモデルは日々新しい構造が提案されているため，最近

された構造に対しても評価を行い，モデル自体の精度向上につなげる必要があると

考える．Attention Block や Res Block，Stochastic Depth, などをモデルに適

用し，精度向上につなげる．またモデルアーキテクチャ自体も U-Netが最適なのか

考えていく必要がある．近年だと Position Embeddingを使用し位置情報を埋め込

み，3D viewの精度を向上した NeRF [59]などがあり，レイトレーシングの復元

を行っている．レイトレーシングは投影と同じ原理であり，再構成に相性がいいと思

われる．様々なアーキテクチャの中から CT再構成に最適なアーキテクチャを考え

る必要がある．

今回の研究では，画像の評価を Ground truthとの定量的な比較と，学習済みの

セグメンテーションタスクによって行なった．AI診断用のセグメンテーションタス

クによる評価は，多くの画像を評価できるため，モデルの改善につながりやすく，今

後 AI診断に向けて提案手法を改善していく．一方，実際の医療現場においては医師

が診断しやすい画像かどうかという点も重要である．今後は，医師に評価してもら

い，医療現場で使える画像に改善していく必要もあると考える．

CT画像は臓器によって見やすいコンフィグレーションが違う，今回提案のモデル

は上記コンフィグレーションの違いを反映していないため，それぞれのコンフィグ

レーションごとに応じて，復元精度が変化する可能性がある．モデルにコンフィグ

レーションパラメタを追加し，より医用現場で使用されている場面に近い再構成がで

きるようにしていく必要がある．

今回の研究では，stacked U-Netを利用したが，スタック数を深くすると結果が

悪化することが確認された．これは，スタック数が深くなると，入力画像の特報が深

いレイヤに対して伝わらなくなるためと考えられる．このような結果の悪化がおこな

らない仕組みを提案することで，stacked U-Net自体の改善が行え，また，精度の

向上が行えると考える．また，提案手法は SART法とは異なる方法で再構成を実現

していることを観察した．さらに低投影数の復元を行わせていき挙動や投影数の下限

を観察することで，提案手法がどのような方法で再構成を実現しているかを明らかに

し，提案手法の精度向上と既存手法の精度の向上にも寄与できると考える．
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表 3.3: Comparison of the proposed method and existing ones.

methods num projections PSNR (db) SSIM processing time (s) (GPU)

Proposed 512 29.67 0.907 2.35(0.11)

256 28.43 0.894 2.35(0.11)

128 28.20 0.891 2.35(0.11)

64 27.93 0.886 2.35(0.11)

FBP 512 35.17 0.961 1.71

256 31.93 0.901 0.82

128 26.56 0.734 0.41

64 21.41 0.547 0.21

SART 512 31.07 0.949 16.79

256 29.35 0.926 8.30

128 27.24 0.884 4.11

64 25.03 0.829 2.07

TV-norm 512 30.56 0.910 2.31

256 30.50 0.909 1.49

128 29.86 0.893 1.01

64 25.73 0.750 0.21

FBP 512 26.79 0.858 8.16(2.70)

U-Net512 256 25.38 0.798 7.24(1.72)

128 22.93 0.687 6.75(1.26)

64 19.79 0.581 6.54(1.04)

FBP 512 23.13 0.733 8.06(2.70)

U-Net64 256 23.02 0.726 7.14(1.72)

128 23.01 0.709 6.76(1.26)

64 22.27 0.666 6.54(1.02)

DD-Net 512 26.75 0.911 6.49(2.66)

256 26.58 0.898 5.60(1.77)

128 25.51 0.832 5.19(1.36)

64 22.75 0.717 4.99(1.16)
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表 3.4: Comparison of details with 64 projections.

method PSNR (db) SSIM

proposed 30.37 0.896

FBP 25.17 0.570

SART 29.34 0.863

TV-norm 29.61 0.816

FBP U-Net512 18.75 0.494

FBP U-Net64 22.92 0.447

DD-Net 18.03 0.510
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表 3.5: Comparison of segmentation task.

methods num projections Dice

Proposed 512 0.556

256 0.545

128 0.540

64 0.546

FBP 512 0.556

256 0.552

128 0.538

64 0.503

SART 512 0.458

256 0.462

128 0.478

64 0.490

TV-norm 512 0.562

256 0.562

128 0.561

64 0.539

FBP 512 0.550

U-Net512 256 0.541

128 0.522

64 0.476

FBP 512 0.543

U-Net64 256 0.544

128 0.543

64 0.533

DD-Net 512 0.514

256 0.502

128 0.478

64 0.437
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第 4章

Interlayer Augmentationによる
学習データ増強

前述した通り，Stacked U-Netで CTの再構成を実現したものの，精度はいまだ

に改良の余地がある．学習用データを増やして，精度を改良することも考えられる

が，医用画像は学習用データの数が患者のプライバシーなどの理由から自然画のデー

タに比べて少なく課題である．本節では，新しい Data argumentationの方法を提

案し，少ないデータ数でもより精度が上がる方法を検討する．

4.1 はじめに

近年ディープラーニング技術は広く使用されており [60, 61]，精度の良いモデル

を作成するための，訓練データの量も増えている．Chen ら [62] は学習データ量

に応じて視覚タスクの性能が対数的に増加することを示した．例えば，ViT [63]

は 3.75 億以上のノイズ付きラベルの 300 億枚の画像の非公開データセットである

JFT-300M [62]で訓練されている．しかし，大きなデータセットは作成するのが難

しい．特に，医用画像のような特定のドメインでは大きなデータを収集するのは不可

能である [64,65]．そのため，少量のデータで正確なモデルを作成する方法が研究さ

れてきた [66]．

正確なモデルを作成する典型的な方法は regularization [67]と data augmenta-

tionである．

Regularizationはモデルの汎化性能を向上させる方法である．Dropout [68]は
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regularization の代表的な手法であり，モデルの学習時の途中データをランダムに

0埋めすることで，汎化性能を向上させる．これはノイズへの耐性を向上させ，モデ

ルがアンサンブル学習として機能するようにしていると言われている [69]．しかし，

Zhaoら [70]や Santraら [71]は dropoutが 0埋めによる情報損失により，精度

低下を引き起こすと報告している．

データ増強 (Data augmentation)は既存のデータに少しの修正を加えたコピー

や，既存のデータから新たに作成した合成データを追加することで，学習データ量を

増やす手法である．

たとえば，CutMix [72]は学習画像の領域を別の画像に置き換え，組み合わせた

画像のピクセル数に比例してラベルを混合するように変更する．

Data augumentationはタスクごとに慎重に設計，実装，テストする必要があり

再利用や汎用性に制限があると言われている [73]．

Feature space augmentationはモデルの特徴出力に基づいて，generative ad-

versarial network (GAN)などを用いて，データを生成し，増強する方法である．

ただし，学習するモデルのエンコード部分を丸ごとコピーする必要があり，深いモデ

ルの場合，大規模なオートエンコーダになってしまい，学習が困難かつ，時間がかか

るようになってしまう [64]．

本節では，レイヤ間でデータを増強する interlayer augmentation を提案する．

そして，具体的な方法として batch generalization (BG)と random BG (RBG)

を提案する．提案手法は，モデルにレイヤを挿入するだけなので，既存のモデルに容

易に適用でき，さらに学習中に多くの種類のデータを生成することができる．

我々はBGとRBGをVGG [74], ResNet [75]およびViTに適用し，CIFAR10

と CIFAR100 の分類タスクで，スクラッチ学習した場合と比較し評価した．結果

として，CIFAR10では RBGで平均 0.39，%BGで平均 0.27%の改善が見られ，

CIFAR100 では RBG で平均 1.07%，BG で平均 0.30% の改善が見られた．特

に，全てのケースにおいて，RBGはスクラッチ学習より優れた結果を示した．
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4.2 関連研究

4.2.1 正則化 (Regularization)

正則化は，モデルの汎化性能を向上させるための手法である．代表的な手法として

は，dropout [68]や，batch normalization [76]や，group normalization [77]

がある．これらの手法は過学習 (overfitting)を防ぐことで，同じデータ量での汎化

性能や性能を向上させることができる．

4.2.2 データ増強 (Data augmentation)

データ増強 (Data augmentation)は既存のデータに少しの修正を加えたコピー

や，既存のデータから新たに作成した合成データを追加することで，学習データ量を

増やす手法である．代表的なデータ増強の方法としては入力画像をシフトさせたり，

ランダムに反転させたりする方法がある [67]．また，二つの入力画像を混ぜ合わせ

る Mixup [78]や，画像の一部を黒く塗りつぶす Cutout [79]，入力画像の一部と

別の入力画像の一部を合成する CutMix [72] などの手法もある．

4.2.3 特徴空間データ増強 (Feature space augmentation)

特徴空間データ増強とは，モデルの特徴出力に基づいて，敵対的生成モデル

(geerative adversarial network:GAN)などを用いてデータを生成し，データ増強

を行う方法である．De Vriesらは [73]，分類タスクでの特徴空間でのデータ増強を

示した．彼らは，まずオートエンコーダに学習を行わせた．オートエンコーダはエ

ンコーダとデコーダで構成されるモデルであり，画像を入力し，同じ画像を出力する

モデルである．エンコーダの出力は特徴ベクトルと解釈され，デコーダは特徴ベクト

ルに基づいて，エンコーダに入力された画像を復元する．彼らは学習させたエンコー

ダの特徴ベクトルに対し，補間を行うことで，新たな特徴ベクトルを生成し，それを

デコーダにより復号化することによってデータ増強を行った．最後に，データ増強を

行ったモデルに対して分類モデルを作成し，学習させた．
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4.3 データの分布距離の分析

なぜ小さいデータでは過学習 (overfitting)が起こり，大きなデータでは過学習せ

ずに精度が向上するのか．その理由は，小さいデータの分布は疎であるのに対し，大

きなデータでは分布が密であるためである．

図 4.1は小さいデータと大きいデータの場合のデータの分布の模式図である．

(a) small data feature

distribution.

(b) big data feature dis-

tribution.
(c) interpolate feature

by small data.

図 4.1: Distribution of feature values.

小さいデータの分布は大きいデータの分布より疎である，小さいデータの場合，モ

デルはデータの間を間違ってフィットする，そのため，モデルがデータの間を誤って

補間し，過学習が起きると考えられる．

表 4.1は様々なデータサイズに対する VGG11の特徴空間の出力の分布の統計値

を示している．

表 4.1: Statistic of feature space.

data size min max mean std

10 0.0143 0.166 0.0393 0.0242

100 0.00866 0.252 0.0377 0.0254

1000 0.00477 0.422 0.0382 0.0272

5000 0.00477 0.8433 0.0451 0.0338

特徴空間の分布はビンサイズ (bin size)255 のヒストグラムで作成し，各分布の

距離は Kullback-Leibler divergenceで測定した．表 4.1に示すようにデータサイ

ズが増加するに従って，平均は変化しないが，最小値は減少し，最大値は増加してい
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る．これは図 4.1の仮説と一致している．

上記から，データサイズの増加を模擬するためには，平均値が変わらないように分

布の最小値と最大値を増やすことが重要である．

そこで我々は，図 4.1cのように二つのデータの間を補間することで新たなデータ

を増やすことができると考えた．もし新たなデータが 2 つの特徴の間に作成されれ

ば，最小値は少なくなり，2つの特徴点の外に作成されれば，最大値は大きくなる．

4.4 レイヤ間データ増強 (Interlayer augmentation

method)

以上のことから，学習データは入力データだけでなくレイヤ間でも増強できること

がわかる．ディープラーニングの各レイヤは特徴を抽出していると言われており，分

類レイヤの出力の前のレイヤの出力は特徴量になると言われている．特徴量を出すレ

イヤより前のレイヤでは，データと特徴量が混在していると考えられる．また，Yun

ら [72]や De Vriesら [73]，が示したように，データ空間でも特徴空間でもデータ

増強は可能である．

もしレイヤ間でデータ増強を行うことができれば，各々のレイヤの間でデータ増強

ができるということで，各層で増えたデータの最終的なパターンは，各層のデータを

組み合わせることになり，データ量をべき乗で増やすことができる．

我々はこの概念をレイヤ間データ増強と名付けた．特に，レイヤ間データ増強の具

体的な方法として RBGと BGを提案する．

4.4.1 RBG（Random Batch Generalization）

RBGはパッチのデータからランダムに二つのデータを選択し，データ増強する方

法である．アルゴリズム 4に順伝播 (forward propagation)アルゴリズムを示す．

ここで，xはバッチ入力，lはバッチ入力に対応するラベル，nはバッチサイズ，a

および bはランダムに選択されたバッチ入力のインデックス値，la および lb は xa

および xb に対応するラベル，r(0 ≤ r ≤ 1)はデータ増強率, m (平均:0，分散:ϵの

ガウス分布)は修正率である．アルゴリズムはランダム batchsize ∗ r 個バッチ入力

からペア P (xa, xb) を選び，xa を選択されたペアに基づき変化させる．m はガウ
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Algorithm 4 RBG (forward in train).

Require: batch input x = {xi : i = 0, 1, . . . , n− 1},
batch label l = {li : i = 0, 1, . . . , n− 1}

Ensure: batch output x′ = {x′
i : i = 0, 1, . . . , n− 1},

batch label l′ = {l′i : i = 0, 1, . . . , n− 1}
x′ ← x

from set {(x0, x0), (x0, x1), . . . , (xn−1, xn−1)}
choose rn pairs P (xa, xb)

for all P do

m← random number (Gauss distribution)

x′
a ← (1−m)xa +mxb

l′a ← (1−m)la +mlb

end for

ス分布からランダムに選択された値であり，正の値にも負の値にもなりうる．もし

mが正の値であるなら，xa は xa と xb の間に変化する．これは最小距離が変化す

ることを意味する．もし mが負の値であるなら，xa は xa と xb の外に変化する．

これは最大距離が変化することを意味する．xa はペア P (xa, xb)から変化させるた

め，xa のラベルもmに応じて変化させる．この振る舞いは，訓練時のみ実施され，

RBGは評価時には何も行わない．

アルゴリズム 5 は RBG の逆伝播 (backward propagation) アルゴリズムを示

している．

Algorithm 5 backward

Require: gradient dL/dxa, dL/dxb, modification rate m

Ensure: gradient dL/dxa, dL/dxb

dL/dxa ← dL/dxa(1−m)

dL/dxb ← dL/dxb + dL/dxam

順伝播時に xa をペアに応じて変化させたため，修正率mを保存しmを傾きに反

映させている．
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4.4.2 BG（Batch Generalization）

BG はバッチのデータから同じラベルのペアを選んで，データ増強する方法であ

る．アルゴリズム 6に BGの順伝播アルゴリズムを示す．

Algorithm 6 BG (forward in train).

Require: batch input x = {xi : i = 0, 1, . . . , n− 1},
batch label l = {li : i = 0, 1, . . . , n− 1}

Ensure: batch output x′ = {x′
i : i = 0, 1, . . . , n− 1}

x′ ← x

from set {(x0, x0), (x0, x1), . . . , (xn−1, xn−1)}
choose rn same label pairs P (xa, xb)

for all P do

m← random number (Gauss distribution)

x′
a ← (1−m)xa +mxb

end for

基本的な処理は RBG の場合と同じだが，BG は同じラベルを選んでデータを混

合しているため，ラベルを変化させる必要がない，そのため，ラベルは出力されてい

ない．BGも RBGと同じように評価時には何も行わない．逆伝播アルゴリズムは

RBGのものと同じである (アルゴリズム 5)．

4.5 実験結果

4.5.1 クラス分類タスクへの適用

我々は，CIFAR10と CIFAR100 [41]に RBGと BGを適用し，学習結果を比

較し，提案手法の有効性を評価した．

表 4.2と表 4.3に CIFAR10と CIFAR100に元々のモデル (scrach learning)，

RBGを適用した結果および BGを適用し学習させた結果の peak signal-to-noise

ratio (PSNR)の平均と標準偏差を示す

実験環境としてはフレームワークとして Pytorch を使用した．CIFAR10 と
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CIFAR100 のトレーニングセットの数は 50,000 で，テストセットの数は 10,000

である．出力であるラベル数は CIFAR10で 10，CIFAR100で 100である．その

ため，各モデルの回収出力の全結合レイヤ (fully connected layer)の出力を 10と

100に修正した．ViTでは [63]にならい，レイヤ数，ヘッド数，パッチサイズをそ

れぞれ 12，12， (16, 16)とし，埋め込みレイヤ (embedding layer)はストライ

ド 16，カーネルサイズ (16, 16)の畳み込み (convolution)としたが，CIFAR10

で，正解率が約 60%と論文で示されている値とだいぶ違っていた．そのため，埋め

込みレイヤをストライド 2，カーネルサイズ (2, 2)の四層の畳み込みにした．結果

CIFAR10で，正解率が約 84%に改善したので，実験ではこの構造を使用した．

各学習は 5 回実行し，200 エポック実行した．最適化には確率的勾配降下法

(stochastic gradient descent) を用いた．学習率スケジューラには CosineAn-

nealingを使用し T maxは 200に設定した．

RBG と BG はそれぞれ図 4.2 から図 4.4 に示す場所に挿入した．VGG では

Conv2d の前に挿入した (図 4.2)．そのため，RBG と BG は VGG11 で 7 回，

VGG19 で 15 回挿入された．ResNet では ResBlock の前に挿入した (図 4.3)．

そのため，RBG と BG は ResNet20 で 9 回，ResNet110 で 54 回挿入された．

ViT では埋め込み (embedding) の後ろと feedforard の前に挿入した (図 4.4)．

そのため，RBGと BGは 13回挿入された．rは VGG11と ResNet20で 0.1を

使用し，VGG19，ResNet110，ViTでは 0.01を使用した．ϵは 0.4を使用した．

表 4.2: cifar10 results.

model scratch RBG BG

VGG11 91.10 ±0.09 91.41 ±0.10 91.24 ±0.11

VGG19 92.43 ±0.06 92.97 ±0.16 93.06 ±0.06

ResNet20 92.82 ±0.10 93.19 ±0.20 93.22 ±0.12

ResNet110 94.69 ±0.06 94.97 ±0.09 94.92 ±0.17

ViT 84.88 ±0.13 85.34 ±0.06 85.23 ±0.14

CIFAR10での平均の改善は RBGで 0.39%，BGで 0.27%である．

CIFAR100での平均の改善は RBGで 1.07%，BGで 0.30%である．

表 4.4に各モデルの augment rate (r)0.1，0.01それぞれでのエポックごとの実
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図 4.2: vgg’s RBG and BG insert positions.

図 4.3: resnet’s RBG and BG insert positions.

行時間をしめす．

4.5.2 CT再構成タスクへの適用

上記の結果を受けて CT 再構成タスクへ適用し評価を行った．実験では CI-

FAR100 [80]を使用し，50,000枚をトレーニングセットに，10,000枚をバリデー
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図 4.4: ViT’s RBG and BG insert positions.

表 4.3: cifar100 results.

model scratch RBG BG

VGG11 67.10 ±0.29 69.65 ±0.52 66.80 ±0.29

VGG19 70.21 ±0.16 71.10 ±0.18 69.80 ±0.21

ResNet20 64.09 ±0.30 64.67 ±0.11 65.59 ±0.16

ResNet110 66.71 ±0.21 67.92 ±0.15 67.79 ±0.27

ViT 60.84 ±0.21 60.96 ±0.18 60.47 ±0.22

ションセットとし使用した．出力画像である断面画像は CIFAR100の画像をグレー

スケール化ののち，画像の真ん中を円状に切り取り生成した．入力画像であるサイノ

グラム画像は，出力画像をもとに sciki-image [45]の radon関数により生成した．

CT再構成タスクは画像を入力し，画像を出力とするタスクであるため，ラベル出力

を前提とする BGには適用できない．そのため RBGのみを評価し，r は 0.05，ϵ

は 0.1を使用した．また Optimizerは Adamを使用し 100epoch学習を行った．

使用したモデルの構造を図 4.5に示す．

スタック数 4，レイヤ数 3の Stacked U-Netであり．RBGの挿入箇所は数字で

示してある，Stacked U-Netの入力と出力を除いた，各 U-Netの最初の入力，特徴

量変換後，特徴点から画像変換の各々の部分で 11箇所ある．結果を表 4.5に示す．
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表 4.4: Per epoch execution time for each augment rate.

model scratch RBG BG

0.1 0.01 0.1 0.01

vgg11 24.8 30.5 25.0 31.0 24.6

vgg19 28.9 41.0 29.2 42.2 29.0

resnet20 18.9 27.9 19.0 28.1 18.9

resnet110 35.1 90.0 35.9 91.6 35.6

ViT 30.0 40.3 30.6 42.1 30.1

0.1 and 0.01 are augment rate r

Execution times unit is sec

図 4.5: 4 stack Stacked U-Net and insert positions.

表 4.5: Results of RBG on CT Reconstruction Problem

insert num PSNR(db)

2 26.06

3 26.25

4 25.39

6 25.34

8 26.05

11 25.66

without RBG 27.09

挿入箇所それぞれ，2の場合 1と 2，3の場合 3箇所で 1～3，4の場合 1～4，6

の場合 1～6，8の場合 1～8，11の場合 1～11である．比較のため RBGを適用

しなかった場合も without RBGとして載せている．CT再構成問題の場合一番良

い結果は RBGを適用しなかった場合であり，改善しなかった．
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4.6 考察

4.6.1 クラス分類タスク考察

表 4.2 に示すように CIFAR10 では RBG と BG 両方ともスクラッチ学習を上

回る結果となった．VGG と ResNet では RBG と BG の間に差がなく，ViT は

BGよりも RBGのほうが良い結果を示した．

表 4.3に示すように，CIFAR100では VGGと ViTが RBGがスクラッチ学習

を上回る結果となった．一方，ResNetでは，RBGと BGの両方がスクラッチ学

習を上回り，BGが RBGを上回った．

図 4.6，図 4.7，および図 4.8は CIFAR10での ResNet110の学習曲線を示し

ている．

図 4.6: resnet110 cifar100 train curve.

図 4.7: resnet110 cifar100 test curve.
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図 4.8: resnet110 cifar100 accuracy.

scratchと BGでは，訓練損失 (training loss)が テスト損失 (test loss)よりも

小さく，過学習 (overfitting)が起こっている．しかし，RBGでは訓練損失がテス

ト損失よりも大きく，過学習は発生していない．BGの場合，訓練損失は 0.19，テ

スト損失は 0.10に収束した．scratchでは，訓練損失が 0.22，テスト損失が 0.02

に損失した．そのため，BGのほうが過学習に強いといえる．

訓練損失とテスト損失の差は，scratchと BGでは小さかったが，RBGでは訓練

損失は 0.64に収束し，テスト損失の 0.26とは大きく異なっていた．これは，訓練

データとテストデータの間に乖離があったことを示しており，補間方法として採用し

た 2点間の線形補間とラベルの変更では，データをうまく補間できていないことを示

唆している．本研究では，単純にベクトルの間の点を補間した．しかし，特徴空間の

局面に沿って補間を行えば，訓練データとテストデータの乖離が少なくなり，結果が

改善されると考えられる．

また，BGの場合，訓練損失とテスト損失の乖離は RBGより小さく，同じラベ

ルの間で補間したデータではテストデータと近い空間にデータが分布していることが

わかる．これは，同じラベルの間では，近い空間に分布があるため，補間がうまくい

き，データ増強がうまくいっていることを示している．

scratch，BG，RBG のテスト損失はそれぞれ 0.02，0.10，0.64 だったのに対

し，正答率 (accuracy)はそれぞれ 94.54%，94.76%，94.90%，だった．正答率の

面では，RBGと BGの差は有意ではなく，訓練損失とテスト損失の差ほどは，デー

タ拡張の良さに差はない．

VGG11と ResNetでは r として 0.1を，その他のモデルでは r として 0.01を
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使用した．これは VGG19，ResNet110 や ViT のような深いモデルではレート

が大きくなると，性能が悪くなるからである．これは，今回は各モデルに機械的に

RBGと BGを挿入したため，深いモデルでは挿入数が多くなり，データの変化率が

大きくなりすぎたためであると考えられる．2点間をより正確に補間できる手法や，

挿入箇所を減らすなどの工夫により，レートが大きくても良い結果が得られると考え

る．提案手法では，レートが大きければ大きいほど，挿入された各レイヤで多くの

データが生成され，汎化性能が向上することになる．また，モデルごとに適切な挿入

位置とレートを探索すれば，さらに精度を高めることができると考える．

ViTでは表 4.2および 4.3に示すように，正解率は CIFAR10で 85.34%，60，

96%となっており，VGGや ResNetより大幅に低い．RGBにより正解率は向上

しているものの，大規模なデータセットで学習した，ViTは 99.50%を記録したと

いわれている．提案手法は大規模なデータセットを模擬するにはまだ不十分であると

いえる．

また表 4.4にしめすように，RBGおよび BGの実行時間はレート rが 0.01の時

scratchの実行時間とほぼ同じだった．このように，提案手法の利点として実行時間

がほぼ変わらないことが挙げられる．r が 0.1の時は提案手法の実行時間は scratch

より大きくなっている，これは深いモデルでは挿入回数が多くなるためであり，挿入

数を調整することで，実行時間を短くすることができる．

256 × 256画像での評価

本手法が小さい画像のみで有効である可能性があるため，256×256 の画像に対

し RBG および BG の適用を行い評価を行った. 学習に使用したデータセットは

Imagenette [81]を使用した．Imagenetteは ImageNetのサブセットであり，ク

ラス数は 10 である．学習データは 12900 枚を Train set として，100 枚を Test

setとして使用した．Optimizerは Adamを使用し，学習率は 0.1とし，resnet18

および resnet20に対し 200epoch学習させた．結果を表 4.6に示す．

resnet18においては accuracyは scratchで 80.20%，RBGでは 84.20%，BG

では 78.60%である．resnet20においては accuracyは scratchで 73.00%，RBG

では 80.20%，BG では 75.20% である．resnet18 および resnet20 では，RBG

の結果が scratchよりも結果が良く，BGは resnet20では，scratchよりも良い結
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表 4.6: Imangenette 256 results.

model method r ϵ accuracy

resnet18 scratch - - 80.20

RBG 0.1 0.4 84.20

BG 0.1 0.4 78.60

resnet20 scratch - - 73.00

RBG 0.01 0.4 80.20

BG 0.01 0.4 75.20

果が得られた．このことから提案手法は大きい画像でも有効であることがわかった．

かつ CIFAR10や CIFAR100での学習の結果よりも，改善効果が大きい．そのた

め，大きい画像に対して適用したほうがより改善効果が大きい可能性がある．

CutMixとの併用評価

また,既存の Augument手法とどの程度親和性があるかを確認するために，Cut-

Mixと本手法を併用し，実験を行った．学習対象は CIFAR10である．Optimizer

は SGD で，resnet20 に対して 200epoch 学習を行った．CutMix はラベルを変

更するために，BGは併用できない，そのため RBGのみで評価を行った．結果を

表 4.7にしめす．

表 4.7: CutMix combination results.

model method parameter accuracy

resnet20 CutMix β = 1.0 p = 1.0 92.45 ±0.10

CutMix β = 1.0 p = 1.0 91.89 ±0.07

+RBG r = 0.1 ϵ = 0.4

CutMix単体の場合は精度は 92.45%，RBGを併用した場合は 91.89%である．

CutMix と RBG を併用した場合は，精度は低下している．そのため提案手法は

CutMixとは併用できない．しかし，表 4.2にあるように，RBGのみの適用の場

合の精度は 93.19%であり，提案手法のほうが CutMixより優れている．
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4.6.2 CT再構成タスク考察

今回 RBGを CT再構成タスクに適用したが，RBG適用なしのモデルと比べて

結果が悪くなった．これは，クラス分類タスクではラベルという大まかな正解に対し

て，補間を行うことで大体あったラベルが作成されていたが，CT再構成タスクでは

正解は画像であり，画像は細かな変化が精度に効くため上手くいかなかったためであ

ると考える．

実際の学習値の精度を epochごとに観察すると図 4.9に示すように，発散するよ

うな挙動を示している．これは RBGによる補間により，本来の学習データ上の特

図 4.9: Insertion number 3 learning curve.

徴量とかけ離れたデータが生成され，学習が安定しなくなっているとみることがで

きる．

また図 4.10に示すのは，左 2枚の出力教師画像を RBGにより補間した画像を生

成した例である．右 2枚の画像が補間された画像であるが，1つめは画像の周囲の円

周部分が灰色になっている．CT再構成において生成されるべき画像は周囲の円周部

分は黒であるべきである．また 2つめは，画像の中心付近のきのこのテクスチャが

白飛びしている．このように現状の RBGでは補間がうまくいかず，本来ないはず

の値域の画像が正解画像として生成されている．このことから，正解画像のデータと

かけ離れた教師画像が作成されることがうまくいかない原因になっていると予測でき
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図 4.10: Example of image intrpolation by RBG.

る．これらの改善のためには，正解画像の補間関数を工夫し，本来の値域内に補間の

範囲を収めることができるようにする必要がある．

補間関数の内挿化

上記観察から，白飛びや周囲部の灰色化がおこらないように補間の方法を式 4.1，

式 4.2に示す方法 (内挿)に変更した．

x′
a ← (1− |m|)xa + |m|xb (4.1)

l′a ← (1− |m|)la + |m|lb (4.2)

上記変更の元 RBGを再度 CIFAR100画像の CT再構成タスクに実施した結果を

表 4.8 に示す．使用したのは 4 段の Stacked U-Net で図 4.11 に示す箇所それぞ

れの箇所に対して，RBGを挿入して r = 0.1，ϵ = 0.1とし実験を行った．

図 4.11: Insertion points.

結果は，表 4.8 に示す通り，RBG を適用しない場合 (scratch) の 26.68db と

比較し，挿入箇所 1，6，7，8，10，11の時に優れた結果を得た．特に 11の時は

27.13dbと一番優れた結果を得た．表 4.8では前半に挿入するより後半に挿入する

ほうが PSNRが改善しやすい傾向が見える．これはサイノグラム画像と断面画像に

相関がないためと考えられ，断面画像が復元されてきている，後半の補間が効果的に

働いていると考えられる．上記では単純に一か所挿入しただけだったが，多数挿入

し，rや ϵを前半は RBGのでの変化が少ないように調整し，後半では効果が大きい
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表 4.8: Impoved RBG’s mean and variance.

insert point PSNR

scratch 26.68 ±0.58

1 26.94 ±0.40

2 26.17 ±0.31

3 26.67 ±0.14

4 26.18 ±0.34

5 26.30 ±0.52

6 26.70 ±0.22

7 26.94 ±0.25

8 26.77 ±0.23

9 26.60 ±0.24

10 27.05 ±0.16

11 27.13 ±0.45

ように調整することで augmentされる dataの量が増えさらに精度改善ができると

考える．

4.7 まとめ

本章では，interlayer augmentationを提案し，RBGと BGを具体的な手法と

して提案した．これらの手法は単純であり，そのため学習時の計算コストは少なくて

済む．これらの手法は，CIFAR10および CIFAR100タスクにおいて，VGG11，

VGG19，ResNet20，ResNet110，ViTのスクラッチ学習を上回る結果を得た．特

に，すべてのケースにおいて，RBGはスクラッチ学習より良い結果を示した．提案

手法は，増強レート (r)，ガウス分布の標準偏差 (m)，挿入点などのハイパーパラ

メタがある．これらのハイパーパラメタの最適値の設定は困難である．また，提案し

た手法は 2つのデータベクトルの線形補間で，新たなデータを作成しており，真の空

間を十分に再現できていない．

今後の課題としては，2つのデータベクトル間の補間を特徴空間の曲面に沿うよう

にすることで，精度を向上させるとともに，モデルに応じて最適なパラメータや挿入
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点を見つけるためのハイパーパラメータ探索を行うことが挙げられる．また，アルゴ

リズムの性質上増強レート (r)と挿入数を多くすると学習速度が悪化する．これらの

ハイパーパラメータの設定と学習の改善率にはトレードオフが存在すると思われ，最

適な増強レート (r)と挿入数と学習改善率の関係を明らかにすることも必要である．

また，RBG を CT 再構成に適用した場合は，学習精度が悪化した．元の RBG

は元の特徴の値域をうまくうまく表現できておらず，学習も発散の挙動を示してい

る．クラス分類ではおおまかな範囲での分類のため，RBG により精度が向上した

が，画像の再構成タスクではクラス分類と比べてより細かい画素の精度が要求される

そのため，CT画像の再構成にはそのままでは適用できなかった．しかし，学習タス

クの特性を考慮し，補間式を少し変更するだけで，精度が向上した結果を得ることが

できた．これにより，CT再構成タスクにおいても Interlayer augmentationは精

度の改善に寄与できることが示された．
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Stacked U-Netの改良

前述した通り，Stacked U-Netで CTの再構成を実現したものの，精度はいまだ

に改良の余地がある．そのためモデル自体を改良することで精度を良くする方法を提

案する．

Stacked U-Netは U-Netを多層重ねたモデルであり，画像から画像の変換に使

用され，重ねる数（スタック数）を多くするだけで精度が向上する．Stacked U-Net

はスタック数を多くするだけで，精度が向上するために，使用しやすい．一方でス

タック数が大きくなりすぎると，精度が悪くなる．

本節では U-Net の skip connection を改良し，高周波成分を伝えやすくするモ

デルを提案し，スタック数を増やしても精度が低下しづらくなることを示す．

5.1 はじめに

Ronnebergerら [15]は U-Netをセグメンテーションタスクに対して提案した．

U-Netは Convolutional Neural Network (CNN)モデルで，画像を入力し，同

じサイズの画像を出力する fully convolutional networkである．U-Netの構造は

エンコーディングと，デコーディングに大きく分かれ，エンコーディングでは画像は

段階的に縮小され，縮小の過程で空間情報は特徴情報として抽出される．デコーディ

ングでは特徴情報をもとに空間情報を段階的に拡大する．また skip connectionに

より同じ階層のエンコーディング結果の特徴情報が，デコーディングに渡される．こ

れらの構造が U字構造となっているため U-Netと呼ばれている．

U-Net はセグメンテーションタスクにおいて成功したため，様々な改良が施さ
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れおり，U-Net に residual block [27] を組み合わせた Res-U-Net [28]，Dense

Net [82]と組み合わせた Dense-U-Net [83]，U-Net++ [49]が提案されている．

Stacked U-Netにおいても Res-U-Netを適用し [30]，重ねたもの (stackした

もの)が提案されているが，同時に U-Netを重ねすぎると精度が悪化することが指

摘されている．

本章では，stack数による精度劣化に対する構造として，Skip Downおよび Skip

Featureを提案し，実験を行った．結果として，CT再構成タスクでは Skip Feature

においては既存手法である Skip Normalより良い評価値を得ることができた．また

Skip Downも浅いスタック数では良い結果を示した．

5.2 関連研究

5.2.1 U-Netの改良

U-Netは高周波成分が skip connectionにより後段に伝わりやすいと言われてい

る．一方で，精度の面ではさらなる改良の余地があるため，U-Netはいろいろな方

法で改良されている．Zhangら [28]は residual block [27]と U-Netを組み合わ

せた Res-U-Net を提案している.residual block は残渣を伝えるブロックであり，

これの適用により，勾配損失問題に対処し，層が深いモデルを作成しやすくしてい

る．また，Zengら [83] Dense Net [82]と U-Netを組み合わせた Dense-U-Net

を提案している．Dense Netはすべてのレイヤーを直接接続させることで勾配消失

に対処している．

5.2.2 Stacked U-net

Shahら [31]はU-Netを 7層重ねたモデルを提案している．彼らはセグメンテー

ションタスクである土地被覆問題 (land cover classfication task)に stacked U-

Netを適用し，state-of-the-artの結果を得た．Sevastopolskyら [30]も stacked

U-Netを optic cap segmentationに適用した. 彼らは U-Netを 1層から 20層

まで重ねたモデルで，実験を行い，1から 15層までは徐々に結果が改善し 15層で，

一番良い結果を得た．しかし 15層以降は徐々に精度が悪化していった．そのため，

stacked U-Netはスタック数が大きくなりすぎると，精度が悪くなることを指摘し
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ている [30]．彼らはこの問題に対処するために,resblockを採用した，resblockは

残渣のみを後段に伝えるため，高周波成分が後段に伝わりやすくなり，深いネット

ワークでも学習が可能になると言われている．

5.3 Skip Connectionの改良

Sevastopolskyら [30]は stack数を深くする方法として，residual blockの適

用を行ったが，依然として stack数を深くすると精度は悪化している．

そこで我々は，U-Net に特有の skip connection に着目した．U-Net はこの

skip connectionにより高周波成分が保存され，後段に伝わりやすくなると言われて

いる．しかし Hanら [84]が示すように，高周波成分は十分に伝えられていない．

また我々の実験では，residual block は簡単に既存のレイヤと置き換えが可能で

あるが，予備的な実験では stacked U-net に適用しても収束しなかった．Dense

U-Netは残渣を Denseに skip connectionでつないでいくが，モデルパラメタが

多くなり学習が遅くなる，またこちらも予備的な実験で収束しなかった．

そのため元々の skip connection自体を改良する方が，モデルパラメタ面，収束

面で有利と考え，改良した skip connectionを提案する．

5.4 stack数の増加に耐える skip connection構造

スタック数の増加による精度の低下の理由は高周波成分がうまく伝搬されていない

からである．そのため，我々は U-Netの skip connectionを改良し，高周波のみ

を伝える構造である Skip Down (図 5.8)と Skip Feature (図 5.9)を提案した．

U-Netの構造は図 5.1に示す通りである．

エンコーディングレイヤは図 5.2の赤丸で示す部分である．エンコーディングレイ

ヤはすべて同じ構造をしており (図 5.3)，最初の 3×3Convolution，BatchNorm，

Leaky ReLUにより，複数のチャンネルに特徴量を抽出し，Down Sampleレイヤ

(図では stride2の 2× 2 Convolution)により画像のサイズを 1/2に縮小する．エ

ンコーディングレイヤは何層にも重ねられて，特徴量を出力する．

デコーディングレイヤは図 5.4 の赤丸で示す部分である．デコーディングレイヤ

はすべて同じ構造をしており (図 5.5)，



5.4 stack数の増加に耐える skip connection構造 79

図 5.1: Structure U-Net.

図 5.2: Encoding layer’s in U-Net.

最初の Up Sampleレイヤ (図では Linear Scale)により画像のサイズを 2倍に

拡大する．そのあとの Convolution3× 3，Leaky ReLUにより，チャンネルの統

合を行い，Concaticateレイヤ，Convolution3× 3, Batch Norm, Leaky ReLU

により，encodingレイヤから来た情報を統合する．encodingレイヤからの情報は

図 5.1および図 5.6に青線で示す skip connectionにより伝えられる．

そのため，デーコーディングレイヤとエンコーディングレイヤは同じ数になる．こ

の skip connectionは特徴情報を効率的に伝えていると言われている．

上述したように，エンコーダレイヤは画像を縮小する．これは高周波成分が失われ

ていることを意味する．

我々は，高周波成分がより効率的に skip connection で伝えられるように，

deconvolution を縮小したイメージに対して実施し画像の拡大を行い，それを画像
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図 5.3: Encoding layer.

図 5.4: Decoding layer’s in U-Net.

図 5.5: Decoding layer.

図 5.6: Skip connection between encoder and decoder layers.
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図 5.7: Skip Normal.

Algorithm 7 SkipNormal.

Require: Leaky ReLU output x = {xi : i = 0, 1, . . . , n− 1}
Ensure: batch output y = {yi : i = 0, 1, . . . , n− 1}

skip connection output z = {zi : i = 0, 1, . . . , n− 1}
y ← DownSample(x)

y ← LeakyReLU(y)

y ← Conv2d(y)

y ← BatchNorm(y)

y ← LeakyReLU(y)

z ← x

から引くことで，高周波成分が残るようにした．

通常の U-Net の skip connection を Skip Normal (図 5.7) とする．アルゴ

リズム 7 に疑似コードを示す．ここで x はエンコーディングレイヤの特徴出力

である縮小する前の LeakyReLU の結果，y はエンコーディングレイヤの出力，

z は skip connection の出力である．DownSample，LeakyReLU，Conv2d，

BatchNormはそれぞれ関数であり．DownSampeは 2× 2の stride2の Con-

volution，LeakyReLU の αは 0.3，Conv2dは 3×3の stride1のConvolution，

BatchNorm の ϵ は 0.00001momentum は 0.1 である．アルゴリズム 7 では，

単に z に xを代入している．これは，縮小する前の情報を単に decoding layerに

伝えているということである．

我々が提案する高周波を伝えやすくする構造の一つ目は，縮小された画像を単に拡
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大する方法である，これを Skip Downと名付けた．(図 5.8)．アルゴリズム 8 に

疑似コードを示す．ここで Deconvolutionは関数であり，kernelサイズは 2 × 2

で stride2である．SkipNormalとは違いDownSampleおよび LeakyReLU を

適用した結果に Deconvolution を適用しその結果と x の差分を z としている．

DownSampleによっていったん縮小された画像を Deconvolutionにより拡大す

ることにより，縮小により低周波成分だけになった情報を x から引くことによい，

高周波成分だけが z に残ることを意図している．

図 5.8: Skip Down.

Algorithm 8 SkipDown.

Require: Leaky ReLU output x = {xi : i = 0, 1, . . . , n− 1}
Ensure: batch output y = {yi : i = 0, 1, . . . , n− 1}

skip connection output z = {zi : i = 0, 1, . . . , n− 1}
y ← DownSample(x)

y ← LeakyReLU(y)

z ← x−Deconvolution(y)

y ← Conv2d(y)

y ← BatchNorm(y)

y ← LeakyReLU(y)

もう一つは，convolution がかかった特徴量に対して，拡大を行う方法で，これ

を Skip Featureと名付けた (図 5.9)．アルゴリズム 9に疑似コードを示す．Skip-

Downとは違い，DownSampleにより縮小されたうえで LeakyReLU，Conv2d，

BatchNorm および LeakyReLU を適用した結果に対し，Deconvolutionして
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いる．画像のサイズを変えない Conv2d，BatchNormおよび LeakyReLU の適

用は，局所的な特徴量を抽出しているといわれ，そのため縮小され高周波が失われ

たうえ，特徴的な情報のみになった画像を拡大することになり，その過程で失われ

た，高周波および特徴的でないと判断された情報を skip connectionで伝えること

になる．

図 5.9: Skip Feature.

Algorithm 9 SkipFeature.

Require: Leaky ReLU output x = {xi : i = 0, 1, . . . , n− 1}
Ensure: batch output y = {yi : i = 0, 1, . . . , n− 1}

skip connection output z = {zi : i = 0, 1, . . . , n− 1}
y ← DownSample(x)

y ← LeakyReLU(y)

y ← Conv2d(y)

y ← BatchNorm(y)

y ← LeakyReLU(y)

z ← x−Deconvolution(y)

5.5 実験結果

上述した構造に対して効果を確認するため，二つのタスクで評価を行った．下記

の実験では，Intel (R) Pentium (R) CPU G3260 3.30GHz Memory 24Gbyte

GPU: RTX2080Tiを使用した．
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5.5.1 セグメンテーションタスク

U-Netはもともとセグメンテーションタスク用に開発された，そのため，まずセ

グメンテーションタスクで評価を行った．セグメンテーションタスクでは，図 5.10

に示すような，画像から図 5.12に示す細胞の境界を示す画像を出すことを目的とし

ている．

実験では，2D EM segmentation [85]データセットから，168枚の画像をトレー

ニングに使用し，12枚の画像をバリデーションに使用した．モデルの構造は図 5.1

に示す通りである．

スタック数は 1 から 8 に変化させトレーニングを 30epoch 実施した．バリデー

ションセットにおける平均のMSEは表 5.1に示す結果となった．

表 5.1: Segmentation task stack results.

stack num skip-normal skip-down skip-feature

1 0.380410 0.38422 0.380422

2 0.380421 0.38422 0.380422

3 0.380422 0.38422 0.380421

4 0.380422 0.38422 0.380422

5 0.380422 0.38422 0.380422

6 0.380422 0.38422 0.380422

7 0.380422 0.38422 0.380422

8 0.380422 0.38422 0.380422

結果は，Skip Normal はスタック数 1 から 3 で改善している．しかし，Skip

Normal，Skip Down，Skip Featureのほぼ全ての結果が同じだった．特に Skip

Down と Skip Feature は 0.34822 と Skip Normal のスタック数 3 以降と同じ

だった．出力された結果は 0.34822の場合，図 5.11に示すようになった．

5.5.2 セグメンテーションタスクの結果考察

実験では上述したように，Skip Normalではスタック数が 1から 3の間は結果が

改善したものの，Skip Downや Skip Featureでは全ての場合で同じ評価値となっ
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図 5.10: Input image. 図 5.11: Output image. 図 5.12: Ground truth.

図 5.13: Segmentation results.

た．Skip Down や Skip Feature では Skip Normal においてのスタック数 3 以

降の評価値が，スタック数 1において実現されているため，効率的に欠けている情

報を伝えられているものと思われる．ほぼ全てのスタック数において同一の評価値と

なっているのは，タスクが簡単すぎるためであると考える．一方出力画像 (図 5.11)

を ground truth (図 5.12)と比べると，出力画像では境界がグラディエーションに

なっており曖昧な部分 (図 5.14)や，完全になくなっている部分 (図 5.15)がある．

図 5.14: Difference in gradient part.

図 5.15: Disappearing objects.

これらは Skip Normalでも同じように消えているため，U-Netと skip connec-

tionの改良では，対応できない部分であると考える．

5.5.3 CT再構成問題

次に CT再構成問題で効果を確認した．

モデルの構造を図 5.16に示す.

スタック数は 1から 10まで変化させ 100エポック学習させた．バリデーション
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図 5.16: Structure of U-Net for CT reconstruction.

セットでの平均の PSNRを表 5.2に示す．

表 5.2: CT reconstruction task stack results.

stack num Skip Normal Skip Down Skip Feature

1 25.58 25.95 25.73

2 25.41 27.33 27.32

3 26.65 24.76 26.13

4 27.35 24.6 27.86

5 26.38 26.32 27.18

6 25.27 25.37 25.71

7 26.83 26.29 27.00

8 24.49 26.09 27.65

9 25.84 24.88 26.68

10 24.11 24.20 23.79

Skip Normalはスタック数が 3の場合をのぞいて，Skip Downや Skip Feature

より悪い結果となった．Skip Downはスタック数が 1や 2の時に良い結果となっ

た．特に，スタック数が 2の時に最も良い結果になっており，Skip Downはスタッ

ク数が少ないときによい結果になることがわかる．Skip Featureではスタック数が

4 から 9 の場合に他の手法より良い結果となった．スタック数が多い場合は Skip

Featureが有効であることがわかる．また，スタック数が 4の場合 27.86dbと Skip
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Featureがすべての条件で最も良い評価結果となった．

図 5.17: Skip Normal best result stack:4.

図 5.18: Skip Down best result stack:2.

図 5.19: Skip Feature best result stack:4.

最後に図 5.17～図 5.19にそれぞれのベストの結果の画像を示す．stack数はそれ

ぞれ Skip Normalで 4，Skip Downで 2，Skip Featureで 4である．

5.5.4 CT再構成の考察

Skip Featureでは Skip Normalや Skip Downと比べて，スタック数の増加に

よる評価値の減少は少なく，ある程度スタック数の増加による評価値の減少に対応で

きていると思われる．一方で評価値のピークは Skip Normalでは 4，Skip Down

では 2，Skip Featureでは 4とほぼかわっていない．これは CT再構成において

は提案手法である Skip Featureは評価値は改善するものの，Stack数の増加時の評

価値の減少に対する効果は既存手法である Skip Normalと変わらないということで

ある．

なお図 5.17～図 5.19 に示すように，視覚的には手法によって差はみられなかっ

た．これはそれぞれのベストな時を比べたからで図 5.20のように 24.6db の時と比

べると，左から 5番目の公園の画像で中央の塔が薄くなっているなど明らかな違いが

わかる．
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図 5.20: Skip Down result stack:4.

5.5.5 CT再構成問題での skip connectionの周波数解析

提案した Skip Down および Skip Feature が意図通り高周波を伝えているかを

見るために，Stack数 4での skip connectionでの skip connectionで伝わってい

る画像の周波数をフーリエ変換により解析した．ここで各 Skip connectionはチャ

ンネルがありそれぞれ違ったデータを伝播するが，今回は全体の傾向を見るために

各 skip connectionごとの周波数成分のチャンネル全体の平均をとった．結果を図

5.21から図 5.35に示す．

図 5.21: Layer 1. 図 5.22: Layer 2. 図 5.23: Layer 3.

図 5.24: Frequency of skip connections at stack 1.

図 5.25: Layer 1. 図 5.26: Layer 2. 図 5.27: Layer 3.

図 5.28: Frequency of skip connections at stack 2.

グラフは両対数表時である．横軸は周波数であり縦軸はパワースペクトラムであ

る．グラフ中の normal, down, featureはそれぞれ Skip Normal，Skip Down，
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図 5.29: Layer 1. 図 5.30: Layer 2. 図 5.31: Layer 3.

図 5.32: Frequency of skip connections at stack 3.

図 5.33: Layer 1. 図 5.34: Layer 2. 図 5.35: Layer 3.

図 5.36: Frequency of skip connections at stack 4.

Skip Featureの結果を示している．これらの結果を見ると，グラフの右側が跳ね上

がっており，Skip Downおよび Skip Featureでは高周波の成分が，他の成分に比

べて強調されていることがわかり，概ね意図通りになっていることがわかる．Skip

Normal は Skip Down や Skip Feature と比べてパワースペクトラムの値が大き

くなっているが，これは Skip Down や Skip Feature が画像と拡大した画像とい

うほぼ同じ情報差分を伝えており，Skip Normalが画像そのものの値を伝えている

のに比べて，値が小さくなっているためである．

stack数が 4の場合 Skip Featureが 27.86dbと一番良い結果になっていた．一

方 Skip Downでは 24.6dbと Skip Normalの 27.35dbとくらべ顕著に悪い状況

になっている．Skip Downと Skip Featureの周波数解析の結果を見比べると，全

体の傾向は似ている．このことから今回提案の手法は高周波を伝えやすくしており，

Skip Featureの精度改善には貢献しているが，Skip Downの精度改善には貢献し

ておらずむしろ悪化させているといえる．細かくグラフを見ると Skip Featureは 2

スタック目の 1 レイヤ (図 5.25) において，Skip Down より低周波数成分が大き

い．また，Skip Downは 4スタック目の 1レイヤ (図 5.33)において，低周波が
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まったくなくなっている．これらの違いが Skip Feature と Skip Down の精度の

違いを生み出しており，一概に高周波を skip connectionで伝えることが精度改善

に貢献するとは言えないことがわかる．Skip Downはスタック数が 2の時一番良い

結果を出しており，この結果と見比べることで，さらなる改良ポイントが見つかるも

のと考える．

5.6 考察

今回実験した，2D EM segmentation [85] データセットにおけるセグメンテー

ションでは，既存手法 (Skip Normal)と提案手法では評価値に差がなかった．これ

はタスクが簡単すぎるためと考えられる．一方 Skip Normal がスタック数を 1 か

ら 3に増やすと，微小に結果が改善したが，Skip Downや Skip Featureで stack

数 1 から Skip Normal が stack 数 3 の時と同じ評価値となっていた．ここから，

提案手法は効率的に情報を伝えられていることがうかがえ，ちょうど良い難しさのタ

スクでは既存の U-Netより良くなる可能性があると考える．

また，CT再構成タスクでは stack数に対する耐性はある程度できるものの大規模

に stackすると評価値が悪化するのは変わらなかった．これは stack数に対する劣

化の対処が今回の改良では不十分であるということである．伝搬する成分を分析し，

何が stack耐性につながったのか詳細に分析し改良していく必要がある．

さらに，既存研究では optic cap segmentationにおいてのベストの stack数は

15となっており，今回の 2D EM segmentationのベストの stack数 3，CT再構

成のベストの stack数 4と大幅に違う，これはタスクに応じてベストな stack数も

変わってくるということを示唆しており，タスクと stack 数との関係を明らかにし

ていくことで，stack数が増加しても精度が落ちない手法の提案につなげることがで

きると考える．

5.7 まとめ

Stacked U-Netの Stack耐性を向上するための手法として，Skip Downと Skip

Feature を提案し，実験を行った．CT 再構成タスクでは Skip Feature において

は既存手法である Skip Normal より良い評価値を得ることができた．また Skip
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Downも浅いスタック数では良い結果を示した．

Skip Featureはスタック数を増加させても Skip Normalや Skip Downと比べ

て評価値の減少は少なく，スタック数が多い場合は Skip Featureが有効であること

がわかる．一方でスタック数と評価値のピークの観点では提案手法は既存手法と変わ

りがなく，Stack数が多すぎると評価値が悪くなるという Stacked U-Net改良点を

改善するまでには至らなかった．

既存研究ではスタック数が 15の場合ベストの評価値をだしており，今回の結果と

違う結果になっている．これはタスクやモデル構造により最良のスタック数が違うと

いうことを示唆している．ほかのさまざまなタスクに適用し，評価することが必要で

ある．また，提案手法では高周波成分が伝わりやすくなることを狙っているが，実際

に skip connectionで伝わっているデータの周波数解析をすることで，実際に高周

波成分が伝わりやすくなっていることが確認できた．これらの解析により，さらに手

法を改善する方法を発見する必要がある．
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第 6章

結論

本研究では，CT 再構成の課題である「高速な再構成の実現」「ノイズを減らす」

「患者の負荷を減らす」（6.1：再掲）を実現するために既存手法なしにディープラー

ニングのみで，再構成を実現するモデルを提案した．医用画像を用いたディープラー

ニングの課題としては「学習データがすくない」という課題があるが（6.2：再掲）

自然画のデータセットである ImageNetを学習に使用することで，この課題を解決

した．提案した Stacked U-Netのモデルは 512個の検出器の 360°回転 64投影

を想定したデータセットで，CPUで 2.35s，GPUで 0.11sで再構成することがで

きた．提案手法は投影数 64の場合画質は PSNRで 27.93db，SSIMで 0.886で

ある．これらは既存手法より優れた結果であった．また，セグメンテーションタスク

の学習済みモデルを用いた客観評価においても，投影数 64の場合においてすべての

既存手法に比べて優れた結果を示し，投影数 512，256，128および 64すべての場

合においてディープラーニングを利用した既存手法より優れた結果を示した．

また，「学習データが少ない」という課題に対して新たな augmentation手法であ

る Interlayer augmentation を提案した．Interlayer augmentation はモデルの

レイヤ間に挿入しバッチ学習時にデータを増強する augmentation手法である．従

来の augmentation手法はあらかじめ入力データを増強しておく方法であり，増強

できるデータ数に限りがあるが，提案手法では挿入数を増やせば各々のレイヤでデー

タ増強を行うことになり，べき乗で学習データ量を増やすことが可能である．具体的

なアルゴリズムとして RBG，BGを提案し，CIFAR10および CIFART100の分

類タスクで VGG, ResNet および ViTでスクラッチ学習した場合と比較し評価を
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図 6.1: Issues CT resonstructions and algorithm correspondence.

図 6.2: Issues deeplearning for medical and correspondence.

行った．結果として，CIFAR10では RBGで平均 0.39%，BGで平均 0.27%の

改善が見られ，CIFAR100では RBGで平均 1.07%，BGで平均 0.30%の改善が

見られた．特に，全てのケースにおいて，RBGはスクラッチ学習より優れた結果を

示した．

提案した Stacked U-Net は画像の見た目としては，詳細構造が失われている

ためさらに画質を良くする必要がある．「精度向上」という課題に対して Stacked

U-Net が Stack 数が多くなりすぎると精度が悪化することに着目し，U-Net の

SkipConnection に対して高周波成分が伝わりやすい Skip Down および Skip
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Featureを提案した．結果として，CT再構成タスクにおいて既存手法である Skip

Normalと比べて SkipFeatureは PSNRで 0.51db改善した．また，SkipDown

は stack数 2の場合既存手法より，1.98db改善した．SkipFeatureは Stack数が

4の時に最大性能を示したものの，スタック数が大きくなっても性能の低下度合いは

Skip Normalと比べて少なかった．

6.1 今後の展望

上述したように，CT再構成が行えるモデルを提案し，その弱点を補う方法を提案

したが，現状それらの手法を統合 できていない．

512 × 512の CT再構成問題に対して精度改善のための方法を以下の方法を適用

し，血管などの詳細な構造が消えないかつ高速な再構成方法を確立するのが今後の課

題である．

医用画像の学習データの少なさに対しては，

• 既存の data augmentation であるボケの付加，MixUp などを適用

する，

• Interlayer augmentationを適用する．

• data augmentationと Interlayer augmentationを同時に適用する．

などが考えられる．

また精度向上に対しては

• Stacked U-Netに対して Skip Featureを適用する．

• 自然画像を用いた学習に対して，医用画像を少し混ぜる．

• 低投影の画像も混ぜる．

• Attentionや GANなど最新のモデルに対応させる．

などが考えられる．

CT 再構成画像は最終的には診断に使われる．そのため医者による主観評価や学

習が十分にされた AI診断用モデルによる客観評価を行うことが重要である．AI診

断という面では Interlayer augmentationはクラス分類タスクに効果がある．CT
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再構成から診断まで一貫したモデルを作成し，Interlayer augmentation により，

データの不足を補うことができれば，システムとして CT画像が AI診断に有効に

機能するモデルを提案できると考える．
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[5] J Radon. Über die Bestimmung von Funktionen durch ihre Integral-
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